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Résumé

Les modèles de graphes aléatoires de la famille exponentielle sont flexibles et permettent
d’analyser des relations entre des objets. Malheureusement, leur souplesse vient avec un
lot de difficultés. Échantillonner des graphes provenant de ces modèles est le plus souvent
infaisable, ce qui oblige d’utiliser des techniques comme Métropolis-Hastings. Approximer
l’estimateur de vraisemblance maximale est ardu, et l’utilisation de techniques souvent peu
connues est nécessaire. En statistique bayésienne, une approximation par à une loi normale de
la loi à postériori est tout ce qu’on peut espérer. Dans cette monographie, on commence par
montrer comment échantillonner selon ces modèles, puisque cette tâche revient tout au long
du document. Il s’en suit une étude détaillée sur l’estimateur de vraisemblance maximale, et
puis finalement, on montre comment obtenir une approximation de la loi à postériori dans
le cadre bayésien.

Un grand effort est apporté à l’approximation par Monte Carlo par chaînes de Markov de
l’estimateur de vraisemblance maximale. On y voit les conditions nécessaires et suffisantes à
son existence et à son unicité, mais aussi à l’existence et l’unicité de son approximation. On
apporte des améliorations aux algorithmes déjà existants pour mieux prendre en compte la
théorie et assurer leur robustesse. On termine en démontrant le comportement asymptotique
de l’approximation. Les précédentes études ont simplement appliqué la méthode pour ce type
de modèle sans s’assurer de la validité de l’application, ce qu’on rectifie.

Mots-clés : Statistique computationelle, Statistique bayésienne, Modèles de graphes
aléatoires exponentiels, Estimateur de vraisemblance maximale par chaîne de Markov, Infé-
rence variationelle
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Abstract

Exponential random graph models are flexible and allow analyzing relations between any
type of objects. Unfortunately, they come with a large number of nuisances. Sampling random
graphs is impossible. It left no choice except to use methods such as Metropolis-Hastings.
Approximating the maximum likelihood estimator is not trivial, and employing not well-
known tools are needed. In Bayesian statistics, a normal law approximation is the closest
we can get from the posterior law. In this monograph, we first show how to sample random
graphs since it is required for all other techniques. After that, a well-developed study on the
maximum likelihood estimator is done. Finally, we show how to approximate the posterior
law.

A great effort has been made to clarify the Markov chain Monte Carlo approximation
of the maximum likelihood estimator. We exhaustively enumerate the conditions for the
existence and the uniqueness of the estimator and its approximation. We then bring im-
provements to existing algorithms for better reflecting the theory and strengthen robustness.
Lastly, we show the asymptotic behaviour of this approximation. Previous studies simply
applied the technique without verifying all needed conditions. We pass through all those
conditions, and apply modifications when needed.

Keywords : Computational statistics, Bayesian statistics, Exponential random graph
models, Markov chain maximum likelihood estimator, Variational inference
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Introduction

Soit un ensemble V . On définit un graphe G comme le couple (V,E), où E ⊂ V 2. On
nomme les éléments de V des sommets, et les éléments de E des arêtes. Soit une paire de
sommets u, v ∈ V . On dit que u et v sont adjacents si (u, v) ∈ E. On remarque que E

peut être vu comme une relation sur V . Si E est symétrique, c’est-à-dire que si (u, v) ∈ E

alors (v, u) ∈ E, on dit que G est non dirigé. Dans ce cas, on identifie les arêtes (u, v) et
(v, u) comme une seule arête {u, v}. Sinon, on nomme souvent les arêtes comme des arcs, et
souvent la relation est notée A. Si E est non réflexive, c’est-à-dire que si pour tout u ∈ V

on a (u, u) ̸∈ E et que G est non dirigé, on dit que G est simple. Il existe d’autres types de
graphes, comme les multigraphes, où plusieurs instances d’une même arête sont permises,
ou les graphes pondérés, où chaque arête est associée à un poids, mais on se concentrera sur
les graphes simples. Si V est fini, on note n = |V |, et on peut représenter G par une matrice
A ∈ {0, 1}n×n, qu’on appelle une matrice d’adjacence, où Aij = 1 si {i, j} ∈ E et 0 sinon. Des
exemples de graphes sont représentés dans la Figure 0.1. Généralement, un graphe est une
structure mathématique qui permet d’encoder des relations. Elle est composée de sommets
qui peuvent représenter des objets quelconques ainsi que d’arêtes qui relient des paires de
sommets entre eux. On peut penser à des échanges économiques entre des pays, ou encore à
des contacts entre des personnes.

Les modèles de graphes aléatoires de la famille exponentielle, Exponential Random Graph
Models, (ERGM) sont grandement utilisés en sociologie [34, 39, 21], en science politique
[13, 54] et en économie [22, 26, 37], mais d’autres disciples commencent aussi à les utiliser,
comme la biologie [55] et la médecine [68]. Dans l’unique but de simplifier la démarche,
plusieurs résultats qui seront rencontrés dans le document tiendront pour acquis que le
graphe est simple, mais ils peuvent aisément être généralisés à des graphes orientés, ou
même avec des statistiques associées aux sommets et aux arêtes.



(a) Un graphe simple (b) Un graphe orienté

(c) Un multigraphe

Figure 0.1 – Exemples de graphes

Définitions
Soit n ∈ Z+ un nombre de sommets. On définit Yn l’ensemble de tous les graphes simples

à n sommets. On note l’ensemble des sommets Vn = {1, . . . , n} et la fonction En : Yn →
(

Vn

2

)
,

qui prend un graphe et retourne l’ensemble de ses arêtes. On définit l’espace paramétrique
comme un sous-ensemble d’un espace euclidien Γ ⊂ Rd. Dans le but de simplifier l’écriture,
on a défini les sommets comme les nombres naturels 1, . . . , n, mais ils peuvent être des
représentants d’objets plus complexes. On remarque aussi que les graphes de Yn partagent le
même ensemble de sommets, mais ont des ensembles d’arêtes différents. Même si la théorie
peut être généralisée à plusieurs graphes, on supposera qu’une seule réalisation est observée.
On définit la fonction s : Yn → Rd qui pour tout graphe simple retourne un vecteur de
statistiques exhaustives, et on pose l’ensemble de toutes les statistiques exhaustives S =
{s(y) : y ∈ Yn}. Soit Y une variable aléatoire qui prend ses réalisations dans Yn. On définit
la fonction de masse de Y , la fonction de vraisemblance, par

pθ(y) = exp(s(y)Tθ)∑
y′∈Yn

exp(s(y′)T θ) pour tout y ∈ Yn, θ ∈ Γ. (0.0.1)
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On écrira la constante de normalisation, ou la fonction de partition, par

z(θ) =
∑
y∈Yn

exp(s(y)Tθ). (0.0.2)

On observe en réécrivant ainsi

pθ(y) = exp
(
s(y)T θ − log z(θ)

)
,

que cette loi fait partie de la famille exponentielle, d’où le nom. Tout au long du présent
document, on supposera que n est bien défini, et de même pour la fonction des statistiques
exhaustives s. Il faut cependant garder en tête que la fonction s est définie par l’utilisateur
et qu’aucune contrainte n’est posée sur cette dernière. On observe que l’étude asymptotique
des ERGM peut être faite de deux manières : soit en faisant tendre n, le nombre de sommets,
vers l’infini, ou soit en faisant tendre le nombre de graphes observés vers l’infini. Lors de ces
études, le cadre sera bien spécifié.

Littérature
Ces premiers modèles ont vu le jour en 1959 dans les travaux d’Erdős et Rényi [14]

(republié en 2022). Chaque arête était alors indépendante les unes des autres, et le modèle
pouvait s’exprimer comme une variable de loi binomiale en ne considérant que le nombre
d’arêtes. Ces modèles se sont complexifiés depuis en ajoutant de la dépendance entre les
arêtes, et les statistiques exhaustives se sont diversifiées [15, 56, 51, 43, 28, 65]. Des
exemples de statistiques intéressantes sur les graphes sont représentés dans la Figure 0.2. Une
étude du commerce mondial du blé a été faite à l’aide de ces modèles [22]. Une statistique
alors intéressante pour cet exemple était le nombre de pays qui avaient un certain nombre de
partenaires d’exportation. D’autres variantes de ces modèles se sont ajoutées : en différenciant
les sommets entre eux [62, 66, 9, 10], en considérant une collection structurée ou non de
graphes [49, 64]. Pour ces différents modèles, plusieurs techniques de choix de modèles ont
été adaptées à ceux-ci [29, 7, 6]. Dû à l’incapacité de calculer explicitement la fonction
de vraisemblance pour des graphes de tailles moyennes et plus, beaucoup de chercheurs se
sont concentrés sur des méthodes d’approximation du MLE, ou encore simplement sur des
méthodes d’estimation de la fonction de vraisemblance [59, 19, 30, 8, 27, 31, 25, 6,
41, 53]. Si cette fonction est difficile à calculer, la loi à postériori l’est tout autant. Même
des techniques modernes telles que l’inférence variationnelle mènent à des approximations
acceptables [61, 70], mais sans justifications. Par ailleurs, toutes ces méthodes demandent
d’échantillonner selon la fonction de vraisemblance. La méthode par défaut utilise Metropolis
[57] même si le temps de convergence peut être exponentiel selon le nombre de sommets [4].
Des exemples de réalisations de graphes aléatoires peuvent être observés dans la Figure
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(a) Le nombre de deux-
étoiles (two-stars)

(b) Le nombre de tri-
angle

. . .

(c) Le degré du poids géométrique (geometri-
cally weighted degree)

. . .

(d) Le degré du poids géométrique
de partenaires communs (geometri-
cally weighted edgewise shared part-
ner)

Figure 0.2 – Exemples de statistiques exhaustives

0.3. Malgré des améliorations apportées à la technique [58], une grande partie de l’espace
paramétrique concentre presque toute la probabilité sur quelques graphes de l’espace : soit
des graphes presque complets, soit des graphes presque vides [23, 11, 12]. Dû à leur grande
expressivité, et à l’aisance de leur interprétation, les ERGM sont très utiles en pratiques,
même s’ils sont très instables : une petite variation du paramètre entraîne une dégénérescence
de la loi, un phénomène connu en physique statistique sous le nom de régime à changement
de phases. Certains ont essayé de créer des modèles restreints pour éviter de tomber sur des
lois dégénérées [33].

Organisation et contributions
Une méthode pour simuler des graphes aléatoires provenant d’un ERGM est présentée

au Chapitre 1. On y voit non seulement une méthode pour construire une chaîne de Markov
uniformément ergodique dans la Section 1.1, mais aussi quelques propriétés de convergence
de cette chaîne dans la Section 1.2. Une grande partie des efforts ont été accordés à l’étude
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(a) Graphes simulés selon le paramètre θ = (0.5, −1)

(b) Graphes simulés selon le paramètre θ = (0.5, 0.5)

Figure 0.3 – Graphes simulés avec deux statistiques exhaustives : le nombre d’arêtes et le
nombre de 2-étoiles (chemin de longueur 2)

de l’estimateur de vraisemblance maximale. Une méthode pour approcher cet estimateur
est décrite, et une analyse de celui-ci est faite au Chapitre 2. Plus précisément, on pose les
conditions nécessaires et suffisantes à l’existence et à l’unicité de l’estimateur dans la Section
2.1. On propose ensuite deux approximations de cet estimateur dans les Sections 2.2 et 2.3,
l’estimateur de pseudo-vraisemblance maximale et l’estimateur de vraisemblance maximale
par Monte Carlo par chaînes de Markov. L’accent est plutôt porté sur ce dernier. On y voit
la méthode générale, puis dans la Section 2.3.1, comment l’adapter au ERGM. Sous certaines
hypothèses, on montre que cet estimateur converge vers l’estimateur de vraisemblance maxi-
male dans la Section 2.3.2, on identifie sa loi asymptotique dans la Section 2.3.3. On présente
l’algorithme communément utilisé pour trouver cet estimateur dans la Section 2.3.4, et les
modifications à apporter pour prendre en compte toutes les particularités des ERGM dans
les Sections 2.3.4.1, 2.3.4.2 et 2.3.4.3. On termine ce chapitre en proposant des pistes pour
de futurs travaux sur cet estimateur dans la Section 2.3.5. Finalement, l’inférence de la loi
à postériori dans le cadre bayésien est abordée au Chapitre 3. On y présente la méthode
d’inférence variationnelle et comment l’appliquer au ERGM dans les Sections 3.1 et 3.1.1.

Dans la plupart des précédents travaux, on caractérisait mal l’existence de l’estimateur de
vraisemblance maximale, et lorsqu’il existait on supposait qu’il était toujours unique. Or, ce
n’est pas le cas, et on caractérise son existence et son unicité. En supposant son existence, il
se peut que l’estimateur de vraisemblance maximale par Monte Carlo par chaînes de Markov
n’existe pas toujours, et lorsqu’il existe, n’est pas toujours unique. Les conditions d’existence

5



et d’unicité de cette approximation ont trop longtemps été glissées sous le tapis, et ce pour-
tant même si l’unicité est une condition à la convergence de cet estimateur. On redéfinit cet
estimateur afin de s’assurer de son existence et de son unicité. Étant donné l’ignorance de ces
conditions, l’algorithme fréquemment utilisé pouvait échouer ou même encore mener à diffé-
rentes estimations pour différentes exécutions. En apportant des modifications, on renforce
leur robustesse, ce qui est aussi appuyé empiriquement.
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Chapitre 1

Échantillonnage

Simuler une variable aléatoire provenant d’un ERGM est une tâche courante qui apparaît
dans presque toutes les méthodes qui impliquent de tels modèles. Dans des cas particuliers,
il est possible d’échantillonner parfaitement des graphes, comme pour le modèle Erdős-Rényi
[14], le modèle où toutes les arêtes sont indépendantes les unes des autres. Dans le cas où le
nombre de sommets est petit, la méthode de coupling from the past [48] peut être utilisée.
Cependant, pour la plupart des ERGM, la méthode par défaut nécessite d’échantillonner
sur une chaîne de Markov ergodique avec une certaine loi stationnaire. L’algorithme de
Metropolis-Hastings [24] a été adapté par Snijders [57] pour construire une chaîne de Markov
sur laquelle on se permet d’échantillonner des graphes. Cet algorithme est nommé tie-no-tie
dû à la méthode de changement d’état.

1.1. Tie-no-tie
On rappelle d’abord la méthode de Hastings, qui étend la méthode de Metropolis [42]. Elle

permet de créer une chaîne de Markov avec une distribution stationnaire choisie à l’avance,
disons π. Puisqu’elle n’impose pas de loi de transition, l’utilisateur doit toujours vérifier que
la chaîne résultante est irréductible. Pour la suite, l’espace d’état sera supposé fini, comme
ce sera le cas avec les ERGM. Les états seront identifiés par 1, . . . , N , et on notera X(t)
l’état qu’occupe notre variable aléatoire au temps t ∈ Z+. Dans le cas des ERGM, la chaîne
en est une de graphes. Soit Q une matrice des transitions quelconque sur le même espace
d’état. Pour toute paire d’états i, j, on pose

αij = sij

1 + πiQij

πjQji

, (1.1.1)



où πi est la probabilité d’être à l’état i sous la distribution stationnaire souhaitée et où sij

est une fonction symétrique, comme par exemple

sij =
{

1 + πiQij

πjQji
si πjQji

πiQij
≥ 1;

1 + πjQji

πiQij
sinon.

(1.1.2)

Si X(t) = i et que l’état proposé au temps t + 1 est j, alors X(t + 1) = j avec probabilité
αij et X(t+ 1) = i avec probabilité 1 − αij. L’état initial peut être choisi au hasard ou non,
car cela n’influence pas la distribution stationnaire. En substituant l’Équation 1.1.2 dans
l’Équation 1.1.1 et en posant Qij = Qji, on obtient la probabilité d’acceptation obtenue par
la méthode de Metropolis, soit

αM
ij = min

{
1, πj

πi

}
. (1.1.3)

Pour le cas d’un ERGM, on pose certaines notations. Pour une variable aléatoire Y et pour
une paire de sommets {u, v}, on note Y +

uv = (Vn, E(Y )∪{{u, v}}), Y −
uv = (Vn, E(Y )\{{u, v}}),

et

Y c
uv =

{
Y +

uv si {u, v} ̸∈ E(Y );
Y −

uv si {u, v} ∈ E(Y );
qui est simplement le graphe Y , mais en ayant modifié l’état de l’arête {u, v}. Soit Y (t) le
graphe au temps t ∈ N. La fonction de transition « choisit » en fait une paire de sommets,
disons {u, v} et Y (t)c

uv est le prochain état proposé. Le choix de la paire de sommets peut
être fait aléatoirement ou même simplement en passant à travers chaque paire un à un
comme l’échantillonneur de Gibbs. On peut retrouver ce résultat en partant de la méthode
de Hastings. Si on pose Qij comme n(n− 1)/2 si les graphes des états i et j partagent toutes
sauf une arête, et 0 sinon, alors la probabilité par la méthode de Metropolis est

αij = min
{

1, exp
(
θT(s(Y (t)c

uv) − s(Y (t)uv))
)}
,

où {u, v} est l’arête que ne partagent pas les graphes des états i et j.
La Figure 1.1 montre le résultat de 15 itérations de l’algorithme de Métropolis-Hastings

(Métropolis « classique ») pour des graphes de quatre sommets utilisant le modèle composé
du nombre d’arêtes et du degré du poids géométrique comme statistiques exhaustives. Les
états sont tous les graphes possibles et sont disposés horizontalement selon l’ordre partiel
du nombre d’arêtes. On remarque que le graphe vide est l’état initial et on observe les pas
effectués par la chaîne de Markov.

Plusieurs améliorations peuvent être apportées aux techniques d’échantillonnage des
ERGM. Dans un premier temps, l’algorithme de Métropolis-Hastings nécessite régulière-
ment de calculer des statistiques exhaustives de graphes, et plusieurs de ces graphes sont
isomorphes. L’utilisation d’une fonction de hachage qui est invariante à des isomorphes per-
mettrait d’accélérer l’exécution en enregistrant dans une table de hachage les statistiques
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Figure 1.1 – Simulation de l’algorithme de Métropolis pour le modèle avec deux statistiques
exhaustives, le nombre d’arêtes et le degré du poids géométrique, pour des graphes à 4
sommets et selon le paramètre θ = (0.5,−0.2)

exhaustives déjà calculées. Sous une autre optique, aucune borne dépendant du nombre de
sommets sur le temps de mélange n’a été trouvée. Une tentative a été faite dans ce sens [4],
mais le cas général reste encore ouvert.
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1.2. Borne de convergence
Malgré qu’une borne selon le nombre de sommets n’est pas encore trouvée, pour un

choix de statistiques exhaustives et un nombre de sommets fixes, le temps de mélange est
acceptable. Pour simplifier l’écriture, on pose le noyau de transition en k ∈ Z+ transitions
pour une certaine chaîne de Markov {Xt}t∈Z+ sur un espace d’état S avec x ∈ S comme état
initial,

Pk(A|x) = P(Xk ∈ A|X0 = x) pour tout ensemble mesurable A ⊂ S.

Définition 1.2.1. Soit {Xt}t∈Z+ une chaîne de Markov sur l’espace d’états S. La chaîne
satisfait la condition de minorité, minorization condition, sur un ensemble C ⊂ S s’il
existe une mesure de probabilité ρ sur S, un nombre entier positif t0 ∈ Z+, et un nombre
réel ε > 0 tels que pour tout état x ∈ C et pour tout ensemble mesurable A ⊂ S

Pt0(A|x) ≥ ερ(A).

On dit que l’ensemble C est petit. Si tout l’espace d’état S est petit, alors la chaîne est
uniformément ergodique.

Pour résumé en d’autres mots, un ensemble d’états C est petit, si à partir de n’importe
quel état de cet ensemble, on peut se rendre vers n’importe quel ensemble d’états avec une
probabilité bornée inférieurement qui ne dépend pas de cet état.

Remarque 1.2.2. Il est aisé de voir qu’une chaîne de Markov irréductible sur un espace
d’état fini est uniformément ergodique. Ainsi, lorsqu’on échantillonne des graphes aléatoires
provenant d’un ERGM par une chaîne de Markov en utilisant l’algorithme tie-no-tie, on
obtient une chaîne qui est uniformément ergodique.

Proposition 1.2.3. Soit {Xt}t∈Z+ une chaîne de Markov sur l’espace d’état S qui admet
une loi stationnaire π. Si la chaîne est uniformément ergodique, c’est-à-dire qu’il existe une
mesure de probabilité ρ sur S, un nombre entier positif t0 ∈ Z+, et un nombre réel ε > 0 tels
que pour tout état initial x ∈ S et pour tout ensemble mesurable A ⊂ S

Pt0(A|x) ≥ ερ(A),

alors, pour tout état x ∈ S ∥∥Pt( · |x) − π(·)
∥∥

TV ≤ (1 − ε)⌊t/t0⌋. (1.2.1)

(Théorème 6.15 de [47])

Une première observation provenant de la Proposition 1.2.3 est que conditionnellement
à un certain ERGM, le temps de mélange se produit exponentiellement vite. Comme pour

10



le fléau de la dimensionnalité en régression, la constante ε dépend souvent du nombre de
sommets, mais dû à la grande flexibilité des ERGM, la dépendance de ε en ce paramètre
n’est pas connue dans le cas général.
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Chapitre 2

Estimateur de vraisemblance maximale

Lors de l’étude de l’estimateur de vraisemblance maximale, Maximum likelihood estima-
tor, (MLE) du modèle ERGM, on supposera que l’espace paramétrique est Γ = Rd, ce qui
amène son lot de difficultés qui seront à discuter au cours du présent chapitre. Dans le cas où
l’espace paramétrique Γ est compact, alors une grande partie des difficultés disparaissent, car
dans ce cas, le MLE existe toujours et les critères nécessaires pour approximer l’estimateur
sont satisfaits. On rappelle aussi que S = {s(y) : y ∈ Yn} est l’ensemble des statistiques
exhaustives.

On commence le chapitre en définissant le MLE et sous quelles conditions il existe et est
unique. L’estimateur de pseudo-vraisemblance maximale (MPLE), qui souhaite se substituer
au MLE, est présenté à la Section 2.2 puisqu’il peut être utile dans certains contextes.
L’estimateur de vraisemblance maximale par Monte Carlo par chaînes de Markov, Markov
chains Monte Carlo maximum likelihood estimator, (MCMCMLE) est présenté à la Section
2.3.

2.1. Existence et unicité de l’estimateur
On définit l’estimateur de vraisemblance maximale, qu’on notera θ̂ML comme

θ̂ML ∈ arg max
θ∈Γ

pθ(Y ). (2.1.1)

Cet estimateur n’est pas bien défini pour toute réalisation de Y , et lorsqu’il existe, il peut
ne pas être unique. En effet, en se basant sur la théorie de Barndorff-Nielsen [2] (réimprimé
en 2014), Handcock [23] pose des conditions nécessaires et suffisantes à son existence. Pour
ce faire, on doit définir l’enveloppe affine, l’enveloppe convexe et l’intérieur convexe relatif
d’un ensemble.

Définition 2.1.1. Soit C = {c1, . . . , cn} un ensemble de n points d’un espace euclidien Rd.
On définit l’enveloppe affine (affine hull) l’ensemble des points x ∈ Rd tel qu’il existe des



nombres réels λ1, . . . , λn ∈ R avec
∑n

i=1 λi = 1 où

x =
n∑

i=1

λici.

On note l’ensemble de ces points aff(C).
On notera VC l’espace vectoriel induit par l’enveloppe affine de C, c’est-à-dire pour u ∈

aff(C), un élément pivot, on définit cet espace comme

VC = {v − u : v ∈ aff(C)}.

Par extension, on pose que la dimension de l’enveloppe affine est la dimension de l’espace
vectoriel induit,

dim aff(C) := dimVC .

Remarque 2.1.2. En effet, VC ⊆ Rd est un sous-espace vectoriel. Pour deux vecteurs v1, v2 ∈
VC , il existe des nombres réels λ

(1)
1 , . . . , λ

(1)
n , λ

(2)
1 , . . . , λ

(2)
n , λ

(u)
1 , . . . , λ

(u)
n , avec

∑n
i=1 λ

(1)
i =∑n

i=1 λ
(2)
i =

∑n
i=1 λ

(u)
i = 1, tels que v1 =

∑n
i=1 λ

(1)
i ci −

∑n
i=1 λ

(u)
i ci et v2 =

∑n
i=1 λ

(2)
i ci −∑n

i=1 λ
(u)
i ci, et alors pour des nombres réels a1, a2 ∈ R, on trouve que a1v1 + a2v2 ∈ VC ,

puisque

a1v1 + a2v2 = a1

n∑
i=1

(
λ

(1)
i − λ

(u)
i

)
ci + a2

n∑
i=1

(
λ

(2)
i − λ

(u)
i

)
ci

=
n∑

i=1

(
a1λ

(1)
i + a2λ

(2)
i − (a1 + a2)λ(u)

i

)
ci

=
n∑

i=1

(
a1λ

(1)
i + a2λ

(2)
i − (a1 + a2 − 1)λ(u)

i

)
ci −

n∑
i=1

λ
(u)
i ci,

et en remarquant que,
n∑

i=1

(
a1λ

(1)
i + a2λ

(2)
i − (a1 + a2 − 1)λ(u)

i

)
= a1 + a2 − (a1 + a2 − 1) = 1.

Définition 2.1.3. Soit C = {c1, . . . , cn} un ensemble de n points d’un espace euclidien Rd.
On définit l’enveloppe convexe (convex hull) l’ensemble des points x ∈ Rd tel qu’il existe
des nombres réels λ1, . . . , λn ≥ 0 avec

∑n
i=1 λi = 1 où

x =
n∑

i=1

λici.

On note l’enveloppe convexe conv(C). On remarque que

conv(C) ⊂ aff(C).
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Définition 2.1.4. Soit C = {c1, . . . ,cn} un ensemble de n points d’un espace euclidien Rd.
On définit l’intérieur convexe relatif l’ensemble des points x ∈ aff(C) tel qu’il existe un
nombre réel δ > 0

B(x, δ) ∩ aff(C) ⊂ conv(C),

où B(x, δ) = {y ∈ Rd : ∥x− y∥ < δ} est la boule ouverte de centre x et de rayon δ . On note
l’ensemble de ces points rcint(C).

On appelle la frontière convexe relative l’ensemble des points x ∈ aff(C) qui sont dans
l’enveloppe convexe de C, mais pas dans son intérieur convexe relatif. On note l’ensemble de
ces points rcbd(C).

On remarque que l’intérieur convexe relatif est l’intérieur de l’enveloppe convexe re-
lativement à la dimension de cette enveloppe convexe, mais ce n’est pas l’intérieur de
l’enveloppe convexe ni l’intérieur relatif de C. Pour démontrer cette différence, prenons
C = {(−1, 1, 0), (0, 0, 0), (1, 1, 0)}. Dans ce cas-ci, l’intérieur de l’enveloppe convexe est vide,
car pour tout nombre réel δ > 0, et pour tout point x ∈ conv(C), x + (0, 0, δ) ̸∈ conv(C).
L’intérieur relatif quant à lui est aussi vide, car pour tout point x ∈ C, et pour tout nombre
réel δ > 0, il existe toujours un vecteur δ̄ ∈ VC , ∥δ̄∥ = δ, tel que x + δ̄ ̸∈ C. La définition
de l’intérieur convexe relatif est comme une combinaison de ces deux définitions. Pour cet
ensemble en particulier l’intérieur convexe relatif est tous les points (x, y, z) ∈ R3 tels que

y > |x|;

y < 1, et;

z = 0.

Proposition 2.1.5. Soit C = {c1, . . . , cn} un ensemble de n points d’un espace euclidien Rd.
Si le point x ∈ Rd est dans l’intérieur convexe relatif de C, alors pour tout vecteur v ̸= 0d de
VC, l’espace vectoriel induit par l’enveloppe affine de C (Remarque 2.1.2), il existe un point
cv ∈ C tel que

(cv − x)Tv > 0.

Démonstration. Si C est un singleton, alors la proposition est vraie par vacuité, car VC = {0}.
On assume à partir de maintenant que |C| ≥ 2. On montre par contradiction l’implication.
On suppose alors qu’il existe un vecteur v ̸= 0d de VC tel que pour tout point c ∈ C,

(c− x)Tv ≤ 0.

Puisque x ∈ rcint(C), il existe un nombre réel δ > 0 tel que

B(x, δ) ∩ aff(C) ⊆ conv(C).
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En posant

r = δ

∥v∥
v,

on a que x+ r ∈ conv(C), et donc il existe une combinaison convexe λ1, . . . , λn ≥ 0 telle que

x+ r =
n∑

i=1

λici

⇐⇒ r =
n∑

i=1

λi(ci − x).

Mais alors

rTv =
n∑

i=1

λi(ci − x)Tv

⇐⇒ δ

∥v∥
vTv =

n∑
i=1

λi︸︷︷︸
≥0

(ci − x)Tv︸ ︷︷ ︸
≤0

≤ 0,

implique que v = 0d, ce qui contredit notre hypothèse. □

Proposition 2.1.6. Soit C = {c1, . . . , cn} un ensemble de n points d’un espace euclidien
Rd. Si le point x ∈ aff(C) s’exprime par une combinaison convexe strictement positive des
éléments de C, alors le point x est un élément de l’intérieur convexe relatif de C.

Démonstration. On montre l’implication par contradiction. On suppose alors qu’il existe des
nombres réels λ1, . . . , λn > 0, avec

∑n
i=1 λi = 1, tel que

x =
n∑

i=1

λici,

mais que x ̸∈ rcint(C). Il doit cependant se trouver sur la frontière convexe relative de C,
car il respecte la Définition 2.1.3. Il existe donc un point y ∈ aff(C), y ̸= x, tel que pour
tout δ ∈ (0, 1), δx + (1 − δ)y ̸∈ conv(C), sinon x ∈ rcint(C). Puisque y ∈ aff(C), il existe
des nombres réels γ1, . . . , γn, avec

∑n
i=1 γi = 1, tels que y =

∑n
i=1 γici. On note alors

z(δ) = δx+ (1 − δ)y

= δ

n∑
i=1

λici + (1 − δ)
n∑

i=1

γici

=
n∑

i=1

[δλi + (1 − δ)γi] ci.
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Pour tout i ∈ {1, . . . , n}, on rappelle que λi > 0, mais que γi prend une valeur réelle
quelconque. On remarque aussi qu’il existe toujours un δ ∈ (0, 1) tel quel

δλi + (1 − δ)γi ≥ 0

⇐⇒ δ

(1 − δ)λi ≥ −γi,

puisque la fonction δ 7→ δ/(1 − δ) projette sur tout R+. Prenons un certain δ⋆ ∈ (0, 1) tel
que pour tout i ∈ {1, . . . , n}, δ⋆λi + (1 − δ⋆)γi ≥ 0. De plus, on a

δ⋆

n∑
i=1

λi + (1 − δ⋆)
n∑

i=1

γi = δ⋆ + 1 − δ⋆ = 1.

En posant θi = δ⋆λi + (1 − δ⋆)γi, on trouve que z(δ⋆) =
∑n

i=1 θici s’exprime comme une
combinaison convexe des éléments de C, ce qui contredit notre hypothèse que pour tout
δ ∈ (0, 1), z(δ) ̸∈ conv(C). Ainsi, nécessairement x ∈ rcint(C). □

Proposition 2.1.7. La fonction log-vraisemblance,

ℓ(θ) = log pθ(Y ) = s(Y )Tθ − log z(θ), θ ∈ Γ

est

(1) concave sur son domaine, et ;

(2) strictement concave sur son domaine si, et seulement si, dim aff(S) = d.

Si on a dim aff(S) < d, alors il y a une « surparamétrisation » du modèle. On com-
prend que l’information d’au moins une statistique exhaustive est comprise par les autres
statistiques. Ce problème de multicolinéarité des statistiques exhaustives se retrouve aussi en
régression linéaire où l’estimateur des moindres carrées n’est plus unique lorsque les variables
explicatives souffrent de multicolinéaritées.

Démonstration. On s’inspire de la preuve de Bayly et coll. [3] qui est simple et claire. Par la
forme de la log-vraisemblance, si on montre que log z(θ) est convexe, alors on aura montré
que la fonction ℓ(θ) est concave et strictement concave si log z(θ) est strictement convexe.

On commence par montrer le premier point, c’est-à-dire que la log-vraisemblance ℓ(θ) est
concave pour tout θ ∈ Γ. Avant de continuer, on rappelle l’inégalité de Hölder pour le cas
discret. Pour une paire de nombres p, q ∈ [1,∞] tels que 1

p
+ 1

q
= 1, alors pour tout x, y ∈ Rd,

d∑
i=1

|xiyi| ≤

(
d∑

i=1

|xi|p
)1/p( d∑

i=1

|yi|q
)1/q

,

17



avec égalité si et seulement s’il existe un nombre réel c tel que |xi|p = c|yi|q pour tout
i = 1, . . . , d. Pour toute paire θ1, θ2 ∈ Γ et pour tout λ ∈ [0, 1], on pose les fonctions

f : Yn → R+ : y 7→ exp(s(y)Tθ1λ),

et

g : Yn → R+ : y 7→ exp(s(y)Tθ2(1 − λ)).

En utilisant l’inégalité de Hölder avec p = 1
λ

et q = 1
1−λ

, on obtient

∑
y∈Yn

f(y)g(y) ≤

(∑
y∈Yn

f(y)p

)1/p(∑
y∈Yn

g(y)q

)1/q

⇐⇒
∑
y∈Yn

exp(s(y)Tθ1λ+ s(y)Tθ2(1 − λ))

≤

(∑
y∈Yn

exp(s(y)Tθ1λ/λ)
)λ(∑

y∈Yn

exp(s(y)Tθ1(1 − λ)/(1 − λ))
)(1−λ)

⇐⇒ z(θ1λ+ θ2(1 − λ)) ≤ z(θ1)λz(θ2)(1−λ)

⇐⇒ log(z(θ1λ+ θ2(1 − λ))) ≤ λ log(z(θ1)) + (1 − λ) log(z(θ2)).

On a donc montré que log z(θ) est convexe, et donc que ℓ(θ) est concave.
On continue en montrant le deuxième point, c’est-à-dire que la log-vraisemblance est

strictement concave si, et seulement si, dim aff(S) = d. Pour établir ce résultat, on va plutôt
montrer qu’il existe un nombre réel c tel que pour tout graphe y ∈ Y , f(y)p = cg(y)q si, et
seulement si, dim aff(S) = d. On a qu’un tel nombre réel c existe si, et seulement si, pour
toute paire de graphes y1, y2 ∈ Y ,

f(y1)p

g(y1)q
= exp(s(y1)T(θ1 − θ2)) = exp(s(y2)T(θ1 − θ2)) = f(y2)p

g(y2)q
.

On sait que s(y1)−s(y2) = s(y1)−u−s(y2)+u ∈ VS pour un certain élément pivot u ∈ aff(S).
Si dim VS = dim aff(S) < d, il existe alors une paire de points distincts θ1, θ2 ∈ Γ qui sont
telle que θ1 − θ2 ∈ V ⊥

S . Pour cette paire de points, on obtient (s(y1) − s(y2))T(θ1 − θ2) = 0,
ce qui montre que sous cette condition, la log-vraisemblance n’est pas strictement concave.
Maintenant si dim VS = dim aff(S) = d, alors pour toute paire de points distincts θ1, θ2 ∈ Γ,
par construction de l’espace VS , il existe toujours une paire de graphes y1, y2 ∈ Y telle que
|(s(y1)−s(y2))T(θ1 −θ2)| > 0, ce qui montre que dans ce cas, la fonction de log-vraisemblance
est strictement concave. □

Remarque 2.1.8. On se place dans le cas où s(Y ) ∈ rcint(S). Si dim aff(S) < d, alors il
peut exister une infinité de θ ∈ Γ qui maximise la vraisemblance. On peut déduire par la
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Proposition 2.1.7 quelles sont ces autres solutions. Soit un point θ ∈ Rd, et soit v ∈ V ⊥
S et

u ∈ aff(S). Puisque pour tout graphe y ∈ Yn, s(y) − u se trouve dans VS , on a

ℓ(θ + v) = s(Y )T(θ + v) − log z(θ + v)

= (s(Y ) − u)T(θ + v) + uT(θ + v) − log
∑
y∈Yn

exp(s(y)T(θ + v))

= (s(Y ) − u)T(θ + v) + log exp(uT(θ + v)) − log
∑
y∈Yn

exp(s(y)T(θ + v))

= (s(Y ) − u)T(θ + v) − log
∑
y∈Yn

exp((s(y) − u)T(θ + v))

= (s(Y ) − u)Tθ − log
∑
y∈Yn

exp((s(y) − u)Tθ)

= (s(Y ) − u)Tθ − log
∑
y∈Yn

exp(s(y)Tθ) + uTθ

= ℓ(θ).

Proposition 2.1.9. L’estimateur de vraisemblance maximale existe si et seulement si s(Y ),
le vecteur de statistiques exhaustives de Y , est dans l’intérieur convexe relatif de S, c’est-à-
dire si, et seulement si,

s(Y ) ∈ rcint(S).

Démonstration. On s’inspire de la preuve de Bayly et coll. [3]. Si |S| = 1, alors nécessairement
s(Y ) ∈ rcint(S) et tous les points de Γ est un MLE par la Proposition 2.1.7. On assume à
partir de maintenant que |S| > 1. On en profite pour rappeler qu’on suppose ici que l’espace
paramétrique Γ est tout l’espace Rd.

On remarque que la fonction de log-vraisemblance ℓ est dérivable pour tout point θ ∈ Rd.
On suppose qu’il existe un θ⋆ ∈ Γ tel que [∇ℓ](θ⋆) = 0. Par la Proposition 2.1.7, on sait que
ℓ(θ⋆) = supθ∈Γ ℓ(θ). Le gradient de la log-vraisemblance est

∇ℓ(θ) = s(Y ) − 1
z(θ)

∑
y∈Yn

s(y) exp(s(y)Tθ)

= s(Y ) −
∑
y∈Yn

s(y)pθ(y).

et lorsque θ = θ⋆, on trouve

0 = s(Y ) −
∑
y∈Yn

s(y)pθ⋆(y)

⇐⇒ s(Y ) =
∑
y∈Yn

s(y)pθ⋆(y).
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Puisque pour tout y ∈ Yn, pθ⋆(y) > 0, on a que s(Y ) est dans l’intérieur convexe relatif de
S par la Proposition 2.1.6.

En supposant que s(Y ) est dans l’intérieur convexe relatif de S, on montre maintenant
par contradiction qu’il existe un θ⋆ tel que le supremum de la log-vraisemblance est atteint.
Donc, on suppose que la vraisemblance n’est pas bornée, ainsi pour tout K ∈ R, il existe un
θ ∈ Γ tel que

K < ℓ(θ). (2.1.2)

En particulier, il existe un point θ respectant l’Équation 2.1.2 et qui se trouve seulement
dans VS par la Remarque 2.1.8. Il existe donc une suite (θn)n∈N dans VS telle que ∥θn∥ → ∞
et ℓ(θn) → ∞ en rappelant que ℓ est continue. On pose la suite des termes normalisés ainsi
θn = θn

∥θn∥ , et on remarque que la suite (θn)n∈N est contenue dans l’hypersphère de rayon 1,
qui est compacte. Par le théorème de Bolzano-Weierstrass, il existe une sous-suite

(
θnk

)
k∈N

qui converge dans l’hypersphère, et notons θ cette limite. Nécessairement, cette limite se
trouve aussi dans VS . Pour cette limite, il existe nécessairement un graphe ỹ ∈ Yn et un
nombre réel δ > 0, et en particulier un inférieur à 1, tel que (s(ỹ) − s(Y ))Tθ > δ, sinon s(Y )
ne serait pas dans l’intérieur convexe relatif de S par la Proposition 2.1.5. Puisqu’il existe
un tel graphe ỹ et un tel nombre réel δ, l’ensemble ouvert

O =
{
u ∈ Rd : ∥u∥ = 1, θTu > δ/2

}
sur l’hypersphère qui contient θ est tel que pour tout vecteur v ∈ O, on a que (s(ỹ) −
s(Y ))Tv > δ/2 > 0. Puisque

(
θnk

)
k∈N converge vers θ, qui est compris dans l’ouvert O, alors

il existe un nombre naturel M ∈ N, tel que pour tout k ≥ M , on a que θnk
∈ O. Pour un tel

nombre k ≥ M , on a

ℓ(θnk
) = s(Y )Tθnk

− log
∑
y∈Yn

exp(s(y)Tθnk
) ≤ s(Y )Tθnk

− log exp(s(ỹ)Tθnk
)

= s(Y )Tθnk
− s(ỹ)Tθnk

= (s(Y ) − s(ỹ))Tθnk

= ∥θnk
∥(s(Y ) − s(ỹ))Tθnk

≤ −∥θnk
∥δ2 ,

mais ∥θnk
∥ → ∞, ce qui contredit que ℓ(θn) → ∞. On a montré que si s(Y ) est dans

l’intérieur convexe relatif de S, et donc que le MLE existe. □

Un intérêt pourrait être porté afin de trouver une technique qui identifie si s(Y ) est dans
l’intérieur convexe relatif de S, et aussi si dim aff(S) = d, et ce indépendamment du choix
de statistiques exhaustives.
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La cardinalité de Yn est de 2
n(n−1)

2 , ce qui ne permet pas de passer à travers l’ensemble
dès que n ≥ 8, car le nombre de graphes augmente exponentiellement selon le nombre
de sommets. Donc, la constante de normalisation qui nécessite de sommer à travers tous
les graphes n’est pas calculable, et ainsi le MLE d’une manière classique est impossible.
Plusieurs techniques sont utilisées pour surmonter ce problème, mais aucune ne permet
d’obtenir l’estimateur exact. Une première technique est de supposer que chacune des paires
de sommets est indépendante étant données les autres paires. Cette technique est expliquée
dans la Section 2.2. Une autre technique est d’estimer la vraisemblance par Monte Carlo par
chaînes de Markov, Markov Chain Monte Carlo, (MCMC), qui est expliquée dans la Section
2.3.

2.2. Pseudo-vraisemblance
Dans cette section, pour toute paire de nombres i, j ∈ {1, . . . , n}, on note Yij la variable

aléatoire qui prend ses valeurs dans {0, 1} et qui retourne 1 si Y contient l’arête {i, j} et
0 sinon. On note aussi Y−ij la variable aléatoire qui prend ces valeurs dans {0, 1}

n(n−1)
2 −1

et qui représente toutes les paires du graphe sauf la paire {i, j}. Finalement, on définit les
variables aléatoires Y +

ij = (Vn, E(Y ) ∪ {i, j}), Y −
ij = (Vn, E(Y )\{i, j}), et on pose ∆ij(Y ) =

s(Y +
ij ) − s(Y −

ij ), le vecteur de changement de statistiques exhaustives lorsqu’on change le
statut de l’arête {i, j}.

Définition 2.2.1. On définit la pseudo-vraisemblance, comme la fonction de vraisem-
blance conditionnelle de Yij selon toutes les autres arêtes, Y−ij, c’est-à-dire pour tout θ ∈ Γ,

Lpl(θ) =
∏

1≤i<j≤n

pθ(Yij|Y−ij),

avec

pθ(Yij|Y−ij) = Pθ(Yij = 1|Y−ij)YijPθ(Yij = 0|Y−ij)1−Yij .

On pose alors l’estimateur de pseudo-vraisemblance maximale, Maximum PseudoLikeli-
hood Estimator, (MPLE) comme

θ̂MPL ∈ arg max
θ∈Γ

Lpl(θ)

L’idée d’utiliser le MPLE comme substitut à l’usuel MLE est proposée par Strauss et
Ikeda [59]. Contrairement, à la vraisemblance, la pseudo-vraisemblance est facilement cal-
culable. On a pour toute paire de sommets {i, j} et pour tout θ ∈ Rd,

Pθ(Yij = 1|Y−ij) =
Pθ(Y +

ij )
Pθ(Y +

ij ) + Pθ(Y −
ij )

,
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et donc pour tout θ ∈ Γ,

Lpl(θ) =
∏

1≤i<j≤n

Pθ(Yij = 1|Y−ij)YijPθ(Yij = 0|Y−ij)1−Yij

=
∏

i≤i<j≤n

(
Pθ(Y +

ij )
Pθ(Y −

ij )

)Yij Pθ(Y −
ij )

Pθ(Y +
ij ) + Pθ(Y −

ij )

=
∏

i≤i<j≤n

(
exp(θTs(Y +

ij ))
exp(θTs(Y −

ij ))

)Yij exp(θTs(Y −
ij ))

exp(θTs(Y +
ij )) + exp(θTs(Y −

ij ))

=
∏

1≤i<j≤n

exp(θT(s(Y +
ij ) − s(Y −

ij )))Yij

exp(θT(s(Y +
ij ) − s(Y −

ij ))) + 1
.

Strauss et Ikeda ont montré que le MPLE est bien défini, et que trouver cet estimateur
revient à trouver le MLE d’un modèle de régression logistique [59]. En effet, pour toute
paire de sommets {i,j} et pour tout θ ∈ Γ, on a

logit(Pθ(Yij = 1|Y−ij)) = log Pθ(Yij = 1|Y−ij)
Pθ(Yij = 0|Y−ij)

= log
Pθ(Y +

ij )
Pθ(Y −

ij )

= θT∆ij(Y ).

Ainsi, on peut créer préalablement un jeu de données{
(Yij,∆ij(Y )) : {i, j} ∈ V 2

n

}
,

où Yij joue le rôle de variable réponse et ∆ij(Y ), le rôle de variable explicative, et on peut
utiliser une technique de régression logistique pour trouver le MPLE. Le modèle de régression
logistique est bien connu. Albert et Anderson nomment une condition nécessaire et suffisante
à l’existence du MLE pour ce type de modèle [1].

Définition 2.2.2. Pour un échantillon de n points X1, . . . , Xn dans Rd associés à deux
classes, disons {0, 1}, tel que pour i = 1, . . . , n, Yi = 0 si Xi est associé à la classe 0 et Yi = 1
sinon. On dit que les données se chevauchent si pour tout vecteur u ∈ Rd, il existe un
i ∈ {1, . . . , n} tel que

(2Yi − 1)uTXi < 0. (2.2.1)

À priori, il n’est pas aisé de voir ce que l’Équation 2.2.1 signifie réellement. En d’autres
termes, on dit que les points d’un jeu de données défini comme à la Définition 2.2.2 se
chevauchent s’il n’existe pas d’hyperplan qui sépare parfaitement les points selon leur classe
d’assignation. Dans le cas où

(2Yi − 1)uTXi > 0,

22



il existe un plan qui sépare parfaitement les points selon leur classe. On dit alors que les
points sont séparables. Il faut noter que les points peuvent aussi être quasi-séparables dans
le cas où des points de classes différentes se trouve exactement sur le plan qui les sépare.
Supposons qu’on a un jeu de données défini comme à la Définition 2.2.2, et supposons qu’il
existe un hyperplan H qui sépare parfaitement les points selon leur classe. Posons u un
vecteur normal à cet hyperplan H. Pour un certain point i ∈ {1, . . . , n} disons de classe 1
sans perdre de généralité, on a

(2Yi − 1)uTXi = uTXi.

Nécessairement, soit uTXi > 0, ou pour ū = −u, qui est aussi un vecteur normal de l’hyper-
plan H, ūTXi > 0.

Proposition 2.2.3. Pour des données (X1, Y1), . . . , (Xn, Yn), où pour tout i = 1, . . . , n,
Xi ∈ Rd et Yi ∈ {0, 1}, le MLE pour un modèle de régression logistique existe si et seulement
si les données se chevauchent. (Théorème 3 de [1])

De ce résultat, Handcock a pu noter le prochain corollaire [23].

Corollaire 2.2.4. Pour un ERGM, le MPLE existe si et seulement si pour tout u ∈ Rd, il
existe une paire de sommets (i, j) telle que

(2Yij − 1)uT∆ij(Y ) < 0.

En utilisant la programmation linéaire, Albert et Anderson [1] et Santner et Duffy [52]
proposent une méthode simple afin de vérifier si les données se chevauchent.

Étant donné l’absence de la fonction de partition, cet estimateur est rapide et facile à
trouver, mais il suppose l’indépendance conditionnelle des paires de sommets, connaissant le
reste du graphe. Cette condition est trop forte pour les situations où le modèle ERGM est
utilisé.

2.3. Maximum de vraisemblance par Monte Carlo par
chaînes de Markov

On présente d’abord une méthode introduite par Geyer dans sa thèse [17] qui permet
d’approximer le MLE par des méthodes MCMC. Cette méthode donne suite à de nombreuses
publications [16, 19, 18, 60] qui détailleront la méthode dans différents cas. On va d’abord
décrire sa méthode de manière générale avec les résultats importants [18], qu’on utilisera
ensuite pour approximer le MLE pour dans le cadre des ERGM.
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Définition 2.3.1. Pour un espace paramétrique Ω, soit {hω : ω ∈ Ω} une famille de fonctions
non négatives qui prennent place sur un espace mesurable et qui sont toutes intégrables et non
nulles presque partout sous une certaine mesure µ. En notant la fonction de normalisation

c(ω) =
∫
hω(x)dµ(x) ∈ R+, pour tout ω ∈ Ω,

on définit la famille des densités normalisées{
fω(x) = hω(x)

c(ω) : ω ∈ Ω
}
.

Soit ω⋆ ∈ Ω un certain paramètre et soit X une variable aléatoire de loi fω⋆ . On
cherche le MLE sous ce modèle, c’est-à-dire qu’on cherche un ω̂ ∈ Ω qui permet d’atteindre
supω∈Ω fω(X). On suppose aussi que la fonction de normalisation soit difficilement évaluable.
Dans ce cas, trouver un tel estimateur devient difficile. Pour un certain paramètre ω0 ∈ Ω
connu, on pose

ψω0(ω) = log fω(X) − log fω0(X), pour tout ω ∈ Ω, (2.3.1)

la différence de deux log-vraisemblances. On note que la seconde fonction ne dépend pas de
ω. Ainsi, maximiser ψω0(ω) est équivalent à maximiser fω(X) sous ω. En observant que

c(ω)
c(ω0)

=
∫
hω(x)
c(ω0)

dµ

=
∫

hω(x)
hω0(x)

hω0(x)
c(ω0)

dµ(x)

=
∫

hω(x)
hω0(x)fω0(x)dµ(x),

qui est une espérance prise sous fω0 , on peut réécrire ψω0 ainsi

ψω0(ω) = log hω(X)
hω0(X) − log c(ω)

c(ω0)

= log hω(X)
hω0(X) − log

∫
hω(x)
hω0(x)fω0(x)dµ(x).

Soit X1, X2, . . . , XK K variables aléatoires de loi fω0 ou d’une chaîne de Markov ergodique
avec fω0 comme distribution stationnaire indépendante de la variable X. On pose l’approxi-
mation

ψ(K)
ω0 (ω) = log hω(X)

hω0(X) − log 1
K

K∑
k=1

hω(Xk)
hω0(Xk) , (2.3.2)

et de celle-ci, on pose l’estimateur de vraisemblance maximale par Monte Carlo par chaînes de
Markov, Markov chains Monte Carlo maximum likelihood estimator, (MCMCMLE) comme

ω̂K ∈ arg max
ω∈Ω

ψ(K)
ω0 (ω) si un maximum existe. (2.3.3)
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Théorème 2.3.2. Soit {Xt}t∈Z+ une chaîne de Markov ergodique sur l’espace d’état S
avec π comme loi stationnaire. Alors, pour toute fonction mesurable f : S → R telle que∫

|f(x)|π(dx) < ∞,
1
N

N∑
i=1

f(Xi)
p.s.−−→

∫
f(x)π(dx).

(Théorème 3 de [63])

Remarque 2.3.3. On remarque assez facilement que le Théorème 2.3.2 se généralise pour
les fonctions à valeurs dans Rd.

Le Théorème 2.3.2 montre que ψ
(K)
ω0 (ω) converge presque sûrement vers ψω0(ω), et ce

pour tout ω ∈ Ω et tout ω0 ∈ Ω. Avant de présenter le principal résultat de Geyer [18], on
doit présenter les trois définitions suivantes.

Définition 2.3.4. Soit une suite de fonctions (fn)n∈N d’un ensemble quelconque X vers R.
On dit que la suite (xn)n∈N est un εn-maximum pour (fn)n∈N si pour tout n ∈ N

fn(xn) ≥ sup
x∈X

fn(x) − εn

pour une certaine suite positive (εn)n∈N qui converge vers 0.

Définition 2.3.5. Soit une suite de fonctions (fn)n∈N d’un ensemble quelconque X vers R.
On dit que (fn)n∈N hypoconverge vers une fonction f : X → R, noté fn

h−→ f , si :
— pour tout x ∈ X et pour toute suite (xn)n∈N de X qui converge vers x

lim sup
n∈N

fn(xn) ≤ f(x), et ;

— pour tout x ∈ X il existe une suite (xn)n∈N qui converge vers x tel que

lim inf
n∈N

fn(xn) ≥ f(x).

Définition 2.3.6. Soit une fonction f : X → R. La fonction f est semi-continue infé-
rieurement (semi-continue supérieurement) en x0 ∈ X si pour tout nombre y ∈ R tel
que y < f(x0) (f(x0) < y), il existe un voisinage U de x0 tel que pour tout x ∈ U , y < f(x)
(f(x) < y).

Théorème 2.3.7. Soit une famille de densités normalisées induite par la famille de fonc-
tion positive {hω : ω ∈ Ω} posé à la Définition 2.3.1 où Ω est équipée d’une base, et soit
un paramètre connu ω0 ∈ Ω. Pour X1, X2, . . . une suite de variables aléatoires provenant
d’une chaîne de Markov ergodique avec fω0 comme distribution stationnaire et une variable
aléatoire observable X, on pose ψω0 la fonction définie comme à l’Équation 2.3.1 ainsi que
son estimation par la moyenne ψ(K)

ω0 défini comme à l’Équation 2.3.2.
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Si

(1) pour tout x, la fonction ω 7→ hω(x) est fω0 presque sûrement semi-continue inférieu-
rement, et ;

(2) pour la variable observée Xobs, la fonction ω 7→ hω(Xobs) est fω0 presque sûrement
semi-continue supérieurement ;

alors la suite de fonction
(
ψ

(K)
ω0

)
K∈N

hypoconverge fω0 presque sûrement vers ψω0. (Théorème
1 de [18])

À priori, le Théorème 2.3.7 nous permet seulement de dire que sous certaines conditions,
une suite de fonctions va hypoconverger vers une certaine fonction, c’est-à-dire que pour
toute suite convergente, la convergence de cette suite appliquée à la suite de fonctions « se
maintient ». Or, une proposition du même ouvrage permet d’entrevoir l’utilité du précédent
théorème.

Proposition 2.3.8. Soit une suite de fonction (fn)n∈N de X vers R qui hypoconverge vers
une fonction f : X → R et soit (xn)n∈N une suite εn-maximum pour la suite (fn)n∈N qui
converge vers une certaine valeur x ∈ X . Alors,

lim
n→∞

fn(xn) = sup
x′∈X

f(x′) = f(x).

(Proposition 1 de [18])

La Proposition 2.3.8 nous permet de dire que sous certaines conditions, si la suite des
εn-maximum de

(
ψ

(K)
ω0

)
K∈N

converge, alors elle converge vers le maximum de ψω0 . Avant de
poser le prochain corollaire, qui complète le résultat, on pose un lemme.

Lemme 2.3.9. Soit une suite (xn)n∈N et un point x tous deux contenus dans un ensemble
compact X ⊂ Rd tel que toute sous-suite convergente de la suite (xn)n∈N, converge vers le
point x. Alors, la suite (xn)n∈N converge vers le point x.

Démonstration. On montre la contraposée de l’implication. On suppose qu’il existe un
nombre réel ε > 0, tel que pour tout nombre N ∈ N, il existe un nombre naturel n ≥ N tel
que

∥xn − x∥ > ε.

À partir de ça, on construit une sous-suite (xnk
)k∈N ainsi

n1 = inf{n ∈ N : ∥xn − x∥ > ε}, et ;

nk = inf{n ∈ N : n > nk−1, ∥xn − x∥ > ε}, pour tout k ≥ 2.
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Cette sous-suite est bien sûr aussi contenue dans l’ensemble compact X, et par le théorème
de Bolzano-Weierstrass, la sous-suite (xnk

)k∈N contient une sous-suite (xnkj
)j∈N (une sous

sous-suite) qui converge. Par construction, elle ne peut pas converger vers le point x, et
puisqu’une sous sous-suite est aussi une sous-suite, alors il existe une sous-suite de (xn)n∈N

qui ne converge pas vers le point x. □

Corollaire 2.3.10. Soit une famille de densités normalisées induite par la famille de fonc-
tions positives {hω : ω ∈ Ω} posée à la Définition 2.3.1 où Ω est équipée d’une base dé-
nombrable (second-countable topological space), et soit un paramètre connu ω0 ∈ Ω. Pour
X1, X2, . . . une suite de variables aléatoires provenant d’une chaîne de Markov ergodique
avec fω0 comme distribution stationnaire et une variable aléatoire observable X, on pose ψω0

la fonction définie comme à l’Équation 2.3.1 ainsi que son estimation par la moyenne ψ(K)
ω0

définie comme à l’Équation 2.3.2. On assume que
— la fonction ω 7→ hω(X) est semi-continue inférieurement, sauf sous un ensemble de

mesure nulle, et semi-continue supérieurement conditionnellement à la variable X ;
— la fonction ψω0 possède un unique maximum, et ;
— il existe une suite (ωK)K∈N d’εK-maximum pour la suite

(
ψ

(K)
ω0

)
K∈N

qui est presque
sûrement compris dans un ensemble compact ;

alors la suite (ωK)K∈N converge presque sûrement vers le maximum de ψω0. (Corollaire 1 de
[18])

Malgré que la « preuve » est présente dans l’article, elle contient certaines zones d’ombre,
et donc on présente une preuve plus détaillée.

Démonstration. Soit (Q,F) l’espace mesurable induite par le problème, et soit Q0 ∈ F tel
que P(Q0) = 1, et tel que pour toute réalisation q ∈ Q0, sous cette réalisation, la suite
(ωK)K∈N est comprise dans un ensemble compact Cq ⊂ Ω. Le reste de la preuve est faite
sous une telle réalisation q ∈ Q0.

Par le théorème de Bolzano-Weierstrass, la suite (ωK)K∈N contient une sous-suite conver-
gente (ωKj

)j∈N. Cette sous-suite est εKj
-maximum pour la suite

(
ψ

(Kj)
ω0

)
j∈N

, qui hypoconverge
vers ψω0 . Par la Proposition 2.3.8, la sous-suite (ωKj

)j∈N converge vers l’unique maximum ω̂

de ψω0 . Ainsi, puisque toute sous-suite convergente de (ωK)K∈N converge vers le point ω̂, par
le Lemme 2.3.9, la suite (ωK)K∈N converge vers le point ω̂. □
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2.3.1. Adaptation pour les modèles de graphes aléatoires de la fa-
mille exponentielle

Pour des ERGM, les résultats de Geyer ne peuvent pas simplement s’appliquer. On
remarque que

{exp(s(·)Tθ) : θ ∈ Γ}

forme une famille de fonctions non négatives et que la famille de fonctions de masse induite

{pθ(·) : θ ∈ Γ}

est continue selon θ. Soit θ0 ∈ Γ, un vecteur connu quelconque de l’espace paramétrique. Le
problème d’optimisation pour trouver le MLE est équivalent à

arg max
θ∈Γ

ℓ(θ) = arg max
θ∈Γ

{ℓ(θ) − ℓ(θ0)}

= arg max
θ∈Γ

{
s(Y )T(θ − θ0) − log z(θ)

z(θ0)

}
= arg max

θ∈Γ

{
s(Y )T(θ − θ0) − log

∑
y∈Yn

exp(s(y)Tθ)
z(θ0)

}

= arg max
θ∈Γ

{
s(Y )T(θ − θ0) − log

∑
y∈Yn

exp(s(y)T(θ − θ0)) exp(s(y)Tθ0)
z(θ0)

}

= arg max
θ∈Γ

{
s(Y )T(θ − θ0) − log

∑
y∈Yn

exp(s(y)T(θ − θ0))pθ0(y)
}
.

Donc, trouver le maximum de vraisemblance revient à trouver le maximum de

ϕθ0(θ) = s(Y )T(θ − θ0) − log
∑
y∈Yn

exp(s(y)T(θ − θ0))pθ0(y) pour tout θ ∈ Γ. (2.3.4)

Si on est capable de simuler des graphes provenant de la loi de fonction de masse pθ0 , alors
on peut approximer la somme, qui est une espérance, par la moyenne. Pour un échantillon
de K graphes, Y1, . . . , YK , provenant de cette loi, on peut approximer la fonction objective
par

ϕ
(K)
θ0

(θ) = s(Y )T(θ − θ0) − log 1
K

K∑
i=1

exp(s(Yi)T(θ − θ0)) pour tout θ ∈ Γ. (2.3.5)

Comme il est vu au Chapitre 1, les graphes aléatoires provenant de ERGM sont simulés par
chaîne de Markov ergodique avec la loi stationnaire voulue. La Remarque 1.2.2 et le Théorème
2.3.2 nous permet de conclure que la chaîne de Markov issue de l’algorithme tie-no-tie admet
une loi des grands nombres pour toute fonction intégrable, ce qui implique que pour tout
θ ∈ Γ et pour tout θ0 ∈ Γ, ϕ(K)

ω0 (θ) converge presque sûrement vers ϕω0(θ). On observe en
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fait que les fonctions des Équations 2.3.4 et 2.3.5 sont les fonctions correspondantes aux
fonctions des Équations 2.3.1 et 2.3.2 dans le cadre des ERGM. Contrairement au cas de
Geyer, la fonction ϕ

(K)
θ0

de l’Équation 2.3.5 n’admet pas toujours un maximum, et lorsqu’il
existe il peut ne pas être unique. Similairement aux Propositions 2.1.7 et 2.1.9, on obtient
les Propositions 2.3.12 et 2.3.11. Pour un échantillon de K graphes provenant de la loi pθ0

avec le paramètre connu θ0 ∈ Rd, on pose d’abord

Ŝ(K)
θ0

= {s(Y1), . . . , s(YK)}. (2.3.6)

Proposition 2.3.11. Le maximum de la fonction ϕ
(K)
ω0 (Équation 2.3.5) existe si et seule-

ment si s(Y ) est dans l’intérieur convexe relatif de Ŝ(K)
θ0

.

Démonstration. La preuve est exactement la même que celle de la Proposition 2.1.9, mais
en remplaçant S par Ŝ(K)

θ0
. □

La Proposition 2.3.11 nous donne une condition nécessaire et suffisante pour s’assurer de
l’existence d’un maximum pour la fonction ϕ

(K)
ω0 . Mais, le Corollaire 2.3.10 nécessite aussi

que chaque maximum soit unique pour assurer la convergence.

Proposition 2.3.12. La fonction de l’Équation 2.3.5 est

(1) concave sur son domaine, et ;

(2) strictement concave sur son domaine si et seulement si dim aff
(

Ŝ(K)
θ0

)
= d.

Démonstration. Malgré que la preuve est la même que celle de la Proposition 2.1.7, mais en
altérant certains aspects, on préfère l’écrire par souci de transparence. On pose d’abord un
échantillon de K graphes Y1, . . . , YK , et un certain paramètre connu θ0 ∈ Γ. La fonction de
l’Équation 2.3.5 est

ϕ
(K)
θ0

(θ) = s(Y )T(θ − θ0) − log 1
K

K∑
i=1

exp(s(Yi)T(θ − θ0))

= s(Y )T(θ − θ0) − log
K∑

i=1

exp(s(Yi)T(θ − θ0)) + logK.

Elle est (strictement) concave si et seulement si

log
K∑

i=1

exp(s(Yi)T(θ − θ0))

est (strictement) convexe. On commence par montrer la concavité. Pour θ1, θ2 ∈ Rd et
λ ∈ [0, 1], on pose les fonctions

f : Yn → R+ : y 7→ exp(s(y)T(θ1 − θ0)λ),
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et

g : Yn → R+ : y 7→ exp(s(y)T(θ2 − θ0)(1 − λ)).

En utilisant l’inégalité de Hölder avec p = 1
λ

et q = 1
1−λ

, on obtient

K∑
i=1

f(Yi)g(Yi) ≤

(
K∑

i=1

f(Yi)p

)1/p( K∑
i=1

g(Yi)q

)1/q

⇐⇒
K∑

i=1

exp(s(Yi)T(λθ1 + (1 − λ)θ2 − θ0))

≤

(
K∑

i=1

exp(s(Yi)T(θ1 − θ0))
)λ( K∑

i=1

exp(s(Yi)T(θ2 − θ0))
)1−λ

⇐⇒ log
K∑

i=1

exp(s(Yi)T(λθ1 + (1 − λ)θ2 − θ0))

≤ λ log
K∑

i=1

exp(s(Yi)T(θ1 − θ0)) + (1 − λ) log
K∑

i=1

exp(s(Yi)T(θ2 − θ0)).

La fonction de l’Équation 2.3.4 est donc concave pour tout θ ∈ Rd.
On continue en montrant la stricte concavité si, et seulement si, dim aff

(
Ŝ(K)

θ0

)
= d.

On suppose que dim aff
(

Ŝ(K)
θ0

)
< d. Il existe alors une paire de points distincts θ1, θ2 ∈ Rd

tels que θ1 − θ2 ∈ V ⊥
Ŝ(K)

θ0

. Pour toute paire de graphes Y ′
1 , Y

′
2 ∈ {Y1, . . . , YK}, on a que

s(Y ′
1) − s(Y ′

2) ∈ VŜ(K)
θ0

, et donc

(s(Y ′
1) − s(Y ′

2))T(θ1 − θ2) = 0

⇐⇒ s(Y ′
1)T(θ1 − θ2) = s(Y ′

2)T(θ1 − θ2).

Ainsi, on a

f(Y ′
1)p

g(Y ′
1)q

= exp(s(Y ′
1)Tθ1 − s(Y ′

1)Tθ2) = exp(s(Y ′
2)Tθ1 − s(Y ′

2)Tθ2) = f(Y ′
2)p

g(Y ′
2)q

,

ce qui implique qu’il existe un nombre réel c tel que f(Y ′) = cg(Y ′) pour tout Y ′ ∈
{Y1, . . . , YK}.

On suppose maintenant que dim aff
(

Ŝ(K)
θ0

)
= d. Pour toute paire de points distincts

θ1, θ2 ∈ Γ, on a que θ1 − θ2 ∈ VŜ(K)
θ0

. Par construction de l’espace VŜ(K)
θ0

, il existe une paire
de graphes Y ′

1 , Y
′

2 ∈ {Y1, . . . , Yn} tels que |(s(Y ′
1) − s(Y ′

2)T(θ1 − θ2))| > 0. Ainsi, dans ce cas,
les fonctions f et g sont linéairement indépendantes, ce qui implique que l’égalité de Hölder
n’est jamais rencontrée. En d’autres mots, la fonction de l’Équation 2.3.5 est strictement
concave. □
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Il se peut que le MCMCMLE n’existe pas comme il a été montré dans les Propositions
2.3.11, et ce même si le MLE existe. Mais encore, la Proposition 2.3.12 montre que, lorsqu’il
existe, il peut ne pas être unique. Cette difficulté peut être résolue en se concentrant sur les
maximums de plus petites normes, car il existe un unique maximum de plus petite norme.
On se replace dans le contexte de la Remarque 2.1.8. On est dans le cas où le MLE existe,
c’est-à-dire que s(Y ) ∈ rcint(S), mais aussi où le MLE n’est pas unique, c’est-à-dire que
le cas où dim aff(S). On a alors vu que si θ⋆ est un MLE possible, alors pour tout vecteur
u ∈ V ⊥

S , θ⋆ +v est aussi un MLE. Notons par θ⋆
VS

la projection orthogonale de θ⋆ sur l’espace
vectoriel VS , et par θ⋆

V ⊥
S

la projection orthogonale de θ⋆ sur V ⊥
S . On remarque alors

∥θ⋆ + v∥ = ∥θ⋆
VS

+ θ⋆
V ⊥

S
+ v∥

= ∥θ⋆
VS

∥ + ∥θ⋆
V ⊥

S
+ v∥.

Le MLE avec la plus petite norme est celui qui se trouve uniquement dans VS . On doit alors
ajuster la définition du MCMCMLE pour les ERGM. Le MCMCMLE est alors

θ̂K ∈

 θ0 si s(Y ) ̸∈ rcint
(

Ŝ(K)
θ0

)
;

arg maxθ∈V
Ŝ(K)

θ0

ϕ
(K)
ω0 (θ) sinon, (2.3.7)

où VŜ(K)
θ0

est l’espace vectorielle induite par l’enveloppe affine de Ŝ(K)
θ0

. Bien sûr que choisir

θ0 lorsque ϕ(K)
ω0 n’admet pas de maximum est arbitraire. Cette valeur est aussi bonne que θ0

est près du MLE.

Lemme 2.3.13. Soit S un espace fini d’états, et soit X1, X2, . . . une chaîne de Markov à
temps discret irréductible. Pour n ∈ Z+, on note Sn = {X1, . . . , Xn} les n premiers états
visités. Alors,

P
(

lim inf
n→∞

{Sn = S}
)

= 1.

Démonstration. Notons En = {Sn = S} l’événement où tous les états ont été visités par les
n premières variables de la chaîne. On remarque que si les n premières variables ont visité
tous les états, alors il en est de même pour les n + 1 premières variables, En ⊂ En+1. On a
que (

lim inf
n∈N

En

)c

= lim sup
n∈N

Ec
n =

∞⋂
m=1

⋃
n≥m

Ec
n.

Puisque la suite (En)n∈N est croissante, alors la suite (Ec
n)n∈N est décroissante. Ainsi, pour

tout nombre entier positif m, ⋃
n≥m

Ec
n = Ec

m,
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et
∞⋂

m=1

Ec
m = lim

m→∞
Ec

m.

On a les inclusions suivantes

lim
m→∞

EC
m = {∃j ∈ S : X1 ̸= j,X2 ̸= j, . . . }

⊂
⋃
j∈S

{X1 ̸= j,X2 ̸= j, . . . }

=
⋃
j∈S

⋃
i∈S\{j}

{X1 = i,X2 ̸= j,X3 ̸= j, . . . },

et puisque la chaîne est irréductible pour toute paire d’états i, j ∈ S

P(X2 ̸= j,X3 ̸= j, . . . |X1 = i) = 0,

alors

P
(

lim
m→∞

Ec
m

)
≤
∑
j∈S

∑
i∈S\{j}

P (X1 = i,X2 ̸= j,X3 ̸= j, . . . )

=
∑
j∈S

∑
i∈S\{j}

P (X2 ̸= j,X3 ̸= j, . . . |X1 = i)P(X1 = i)

≤ 0.

Donc, P(lim supn∈NE
c
n) = 0 et P(lim infn∈NEn) = 1. □

Le Lemme 2.3.13 dit simplement que pour une chaîne de Markov irréductible, il existe
presque sûrement un temps T tel qu’à partir de ce temps, tous les états auront été visités
au moins une fois. Sous la condition d’existence du MLE, c’est-à-dire que s(Y ) ∈ rcint(S),
on a l’inclusion suivante {

Ŝ(K)
θ0

= S
}

⊂
{
s(Y ) ∈ rcint

(
Ŝ(K)

θ0

)}
, (2.3.8)

ce qui implique qu’il existe presque sûrement un moment T ∈ N tel que pour tout nombre
naturel K ≥ T la fonction ϕ

(K)
θ0

de l’Équation 2.3.5 possède un maximum. Ainsi, notre
estimateur est celui de Geyer pour un K suffisamment grand.

Pour une chaîne de Markov {Xt}t∈Z+ sur l’espace S, on pose le critère d’arrêt de couver-
ture

τcov = inf{t ∈ Z+ : {X0, . . . , Xt} = S},

et le temps de couverture
tcov = max

x∈S
E[τcov|X0 = x].

On pose aussi le temps d’atteinte, hitting time,

thit = max
x,y∈S

E[τy|X0 = x],
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où

τy = inf{t ∈ Z+ : Xt = y}.

Proposition 2.3.14. Soit {Xt}t∈Z+ une chaîne de Markov irréductible sur l’espace d’état
fini S. Pour |S| = n > 1 états, on a l’inégalité suivante

thit ≤ tcov ≤ thit

n−1∑
i=1

1
i
.

(Commentaire et Théorème 11.2 de [36])

La Proposition 2.3.14 donne une idée en moyenne sur l’ordre d’atteinte du moment où
les maximums des fonctions

(
ϕ

(K)
θ0

)
existeront toujours. Malheureusement, le temps thit est

difficile à calculer.

2.3.2. Convergence de l’estimateur

Il y a quatre conditions à respecter afin d’appliquer le Théorème 2.3.7, la Proposition
2.3.8 et le Corollaire 2.3.10 pour notre estimateur :

— l’espace paramétrique doit contenir une base dénombrable ;
— la fonction θ 7→ exp(s(Y )Tθ) doit être semi-continue à certains points ;
— l’existence presque sûre d’un unique maximum pour la fonction ϕ

(K)
θ0

, et ;
— l’existence presque sûre d’un ensemble compact C ⊂ Γ qui contient la suite des

maximums θ̂K pour la suite de fonction
(
ϕ

(K)
ω0

)
K∈N

.
L’espace paramétrique Γ ⊂ Rd (avec la topologie standard) est muni d’une base dénombrable
induite par l’espace Rd. On rappelle que pour un espace métrique, l’espace est muni d’une
base dénombrable si, et seulement si, l’espace est séparable. La fonction θ 7→ exp(s(Y )Tθ)
est continue pour tout θ ∈ Γ. Pour un K suffisamment grand, il existe un unique maximum
pour ϕ(K)

ω0 . Finalement, la condition la plus contraignante est celle de la compacité. Malgré
que cette condition ne soit que rarement respectée, cette technique est celle par défaut pour
approximer le MLE.

2.3.3. Comportement asymptotique du maximum de vraisemblance
par Monte Carlo par chaînes de Markov

Dans ses travaux, Geyer s’est aussi intéressé à la loi asymptotique du MCMCMLE. Il
se trouve, comme le Théorème central limite, que la loi asymptotique du MCMCMLE est
aussi une normale [18]. Pour énoncer son théorème de manière générale, on se replace sous
la notation de la Section 2.3. On a un espace paramétrique Ω, qui « engendre » une famille
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de densités normalisées {fω : ω ∈ Ω}, et pour un certain paramètre ω⋆ soit une variable
aléatoire X de loi fω⋆ . On suppose ici que Ω ⊂ Rd.

Théorème 2.3.15. Soit ω̂K un MCMCMLE et soit ω̂ un MLE. Sous les conditions sui-
vantes :

(1) Le MLE ω̂ est unique et il existe un voisinage U de ω̂ qui est contenu dans Ω ;

(2) Le MCMCMLE ω̂K converge en probabilité vers le MLE ω̂ ;

(3) La fonction ω 7→ hω(X) est doublement dérivable et ses dérivées sont intégrables sous
µ ;

(4)
√
K
[
∇ψ(K)

ω0

]
(ω̂) L−→ N (0, A) pour une certaine matrice de covariance A ;

(5) B = −[∇2ψ](ω̂) est une matrice définie positive, et ;

(6) toutes les dérivées partielles triples de ψ(K)
ω0 sont uniformément bornées en probabilité

dans un voisinage du MLE ω̂ ;

alors
√
K (ω̂K − ω̂) L−→ N (0, B−1AB−1)

(Théorème 3 de [18])

Dans le cas des ERGM, la Proposition 2.1.7 et la Proposition 2.1.9 donnent les conditions
nécessaires et suffisantes à l’existence et l’unicité du MLE, ce qui satisfait la Condition 1 et
la Condition 5. En assumant la condition de compacité nommée dans la Section 2.3, le
Corollaire 2.3.10 implique la Condition 2. La Condition 3 est remplie par la mesure finie
utilisée des ERGM et par la dérivabilitée de la fonction exponentielle. De plus, par cette
dernière fonction, la Condition 6 est aussi respectée. Pour vérifier la Condition 4, on doit
d’abord poser quelques résultats.

Théorème 2.3.16. Soit {Xt}t∈Z+ une chaîne de Markov uniformément ergodique sur l’es-
pace d’état S avec π comme loi stationnaire. Alors, pour toute fonction mesurable f : S → R
telle que

∫
f 2(x)π(dx) < ∞, il existe un nombre réel positif σ2

f où

√
N

(
1
N

N∑
i=1

f(Xi) −
∫
f(x)π(dx)

)
L−→ N (0, σ2

f ).

(Théorème 5 de [63])

Corollaire 2.3.17. Soit {Xt}t∈Z+ une chaîne de Markov uniformément ergodique sur l’es-
pace d’état S avec π comme loi stationnaire. Alors, pour toute fonction mesurable f : S → Rd

telle que pour toute paire d’indices 1 ≤ i, j ≤ d,
∫
fi(x)fj(x)π(dx) < ∞, il existe une matrice
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de covariance Σf où

√
N

(
1
N

N∑
i=1

f(Xi) −
∫
f(x)π(dx)

)
L−→ Nd(0,Σf ).

Démonstration. Pour tout vecteur u ∈ Rd, la fonction gu : S → R : x 7→ uTf(x) respecte les
hypothèses du Théorème 2.3.16. En effet, on a∫

g2
u(x)π(dx) =

∫
uTf(x)fT(x)uπ(dx)

=
d∑

i=1

d∑
j=1

ui

[∫
fi(x)fj(x)π(dx)

]
uj < ∞.

Par ce théorème, on a le résultat suivant

√
N

(
1
N

N∑
i=1

gu(Xi) −
∫
gu(x)π(dx)

)
L−→ N (0, σ2

gu
). (2.3.9)

Soit une suite de variables aléatoires (Un)n∈N avec les fonctions caractéristiques (φUn)n∈N

et soit une variable aléatoire V de fonction caractéristique φV , tous dans Rd. La suite (Un)n∈N

converge en loi vers la variable V si, et seulement si, pour tout t ∈ Rd, la suite (φUn(t))n∈N

converge vers φV (t). On note

WN =
√
N

(
1
N

N∑
i=1

f(Xi) −
∫
f(x)π(dx)

)
, et ;

W une variable aléatoire de loi Nd(0,Σf ). Pour tout vecteur t ∈ Rd, on a

E
[
eitTWn

]
= E

[
ei(tTWN )

]
→ E

[
ei(tTW )

]
= E

[
eitTW

]
,

par le résultat de l’Équation 2.3.9, ce qui complète la preuve. □

Corollaire 2.3.18. Soit {Xt}t∈Z+ une chaîne de Markov uniformément ergodique sur l’es-
pace euclidien Rd avec π comme loi stationnaire qui est telle que pour toute paire d’indices
1 ≤ i, j ≤ d,

∫
|xixj|π(dx) < ∞, et soit g : Rd → Rp une fonction différentiable sur tout son

domaine. Alors, pour une certaine variance A ∈ Rp×p, on obtient

√
N

(
g

(
1
N

N∑
i=1

Xi

)
− g

(∫
xπ(dx)

))
L−→ Np(0p, A).

Démonstration. Pour simplifier l’écriture, on note 1/N
∑N

i=1 Xi = X̄N et E[X] =
∫
xπ(dx).

Par le théorème de Taylor, il existe un point ξ entre X̄N et E[X], c’est-à-dire que pour tout
1 ≤ i ≤ d,

min
(
(X̄N)i, (E[X])i

)
≤ ξi ≤ max

(
(X̄N)i, (E[X])i

)
,
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on a
g
(
X̄N

)
= g (E[X]) + [∇g] (ξ)T (X̄N − E[X]

)
,

où ∇g est la matrice jacobienne de g. Par le Théorème 2.3.2, on trouve que X̄N → E[X]
presque sûrement, ce qui implique que ξ → E[X] presque sûrement, et par le Corollaire
2.3.17, on a

√
N
(
X̄N − E[X]

) L−→ Nd(0d,Σ)

pour une certaine matrice de covariance Σ. Donc, par le théorème de Slutsky, on obtient le
résultat

√
N
(
g
(
X̄N

)
− g (E[X])

) L−→ N (0, A),

où plus particulièrement A = [∇g](E[X])TΣ[∇g](E[X]). □

La prochaine proposition montre que la Condition 4 est respectée.

Proposition 2.3.19. Soit ∇ϕ(K)
θ0

, le gradient de l’Équation 2.3.5. On assume que le MLE
θ̂ ∈ Rd existe. Alors,

√
K
[
∇ϕ(K)

θ0

]
(θ̂) L−→ Nd(0, A),

où A est une certaine matrice de covariance.

Démonstration. Dans le Remarque 1.2.2, on note que la chaîne de Markov obtenue par l’al-
gorithme du Chapitre 1 possède une certaine loi stationnaire pθ, mais est aussi uniformément
ergodique. Le gradient de l’Équation 2.3.5 est

∇ϕ(K)
θ0

(θ) = s(Y ) −
K∑

i=1

exp(s(Yi)T(θ − θ0))∑K
j=1 exp(s(Yj)T(θ − θ0))

s(Yi)

=
K∑

i=1

exp(s(Yi)T(θ − θ0))(s(Y ) − s(Yi))∑K
j=1 exp(s(Yj)T(θ − θ0))

=
1
K

∑K
i=1 exp(s(Yi)T(θ − θ0))(s(Y ) − s(Yi))

1
K

∑K
j=1 exp(s(Yj)T(θ − θ0))

.

On remarque que pour tout graphe y ∈ Yn,

exp(s(y)T(θ̂ − θ0))pθ0(y) = es(y)Tθ̂

z(θ0)
.

On pose les fonctions mesurables suivantes

U : Yn → Rd : y 7→ exp(s(y)T(θ̂ − θ0))(s(Y ) − s(y)), et

L : Yn → R : y 7→ exp(s(y)T(θ̂ − θ0)),
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et pour simplifier l’écriture, on définit Ui = U(Yi) et Li = L(Yi) pour tout i = 1, . . . , K. Leur
espérance, conditionnellement à Y , est

E[U ] =
∑
y∈Yn

exp(s(y)T(θ̂ − θ0))(s(Y ) − s(y))pθ0(y) = z(θ̂)
z(θ0)

∑
y∈Yn

(s(Y ) − s(y))pθ̂(y), et

E[L] =
∑
y∈Yn

exp(s(y)T(θ̂ − θ0))pθ0(y) = z(θ̂)
z(θ0)

.

En posant la fonction g : Rd × R → Rd : x, y 7→ x/y, on retrouve

g

(
1
K

K∑
k=1

Uk,
1
K

K∑
k=1

Lk

)
= ∇ϕ(K)

θ0
(θ̂), et

g(E[U ],E[L]) =
∑
y∈Yn

(s(Y ) − s(y))pθ̂(y),

ce qui est le gradient de la log-vraisemblance appliqué au MLE. Ce terme est donc nul. Par
le Corollaire 2.3.18, qui se trouve être la méthode Delta appliquée au chaîne de Markov, on
conclue que

√
K
[
∇ϕ(K)

θ0

] (
θ̂
)

L−→ N (0d, A),

pour une certaine matrice de covariance A ∈ Rd×d. □

Ainsi, sous certaines conditions de régularité, le résultat du Théorème 2.3.15 est valide
pour les ERGM. Comme il est proposé par Hummel et coll., on peut estimer la variance du
MCMCMLE par

Var
(
θ̂K |Y

)
≈ 1
K

[
Î
(
θ̂K

)]−1
V̂
(
θ̂K

) [
Î
(
θ̂K

)]−1
,

où

Î(θ) =
K∑

k=1

wks(Yk)s(Yk)T −

[
K∑

k=1

wks(Yk)
][

K∑
k=1

wks(Yk)
]T

,

avec les poids

wk = exp((θ − θ0)Ts(Yk))∑K
l=1 exp((θ − θ0)Ts(Yl))

,

est l’approximation de la matrice B, et où

V̂ (θ) = 1
K2

{
K∑

k=1

exp((θ − θ0)Ts(Yk))
}2

est l’approximation de la matrice A.
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2.3.4. Algorithmes en deux étapes : approximation de l’estimateur
de vraisemblance maximale

Un point important à comprendre ici est qu’il est impossible de simplement utiliser le ré-
sultat de Geyer pour trouver le MCMCMLE dû aux particularités des ERGM. Selon l’espace
paramétrique défini, il se peut que certaines fonctions de la suite

(
ϕ

(K)
θ0

)
K∈Z+

n’admettent
pas de maximum. Il faut

(1) Trouver un θ0 ∈ Γ suffisamment près du MLE, et ;

(2) Approximer le MLE en utilisant les résultats de Geyer.

Malheureusement, un θ0 suffisamment près du MLE n’assure pas que chaque fonction de
la suite ait un maximum, elle augmente simplement la probabilité d’un tel événement. Un
algorithme en deux étapes a été pensé par Hunter et Handcock [30], et a été revue et
améliorée par Hummel et coll. [27].

Algorithme 2.3.20. Algorithme pour trouver un point θ0 ∈ Γ suffisamment près du MLE
(Algorithme de la page 7 de [27])

1: Soit t = 0 le nombre d’itérations, K ∈ Z+ la taille d’échantillon utilisé, θ(t) = θ(0) le
paramètre initial, et Y le graphe observé.

2: Utiliser l’algorithme proposé au Chapitre 1 pour générer K graphes Y1, Y2, . . . , YK qui
suivent la loi pθ0 .

3: Calculer ξ̄(t), la moyenne des statistiques suffisantes de l’échantillon.
4: Trouver le plus grand γ(t) ∈ (0, 1] tel que

γ(t)s(Y ) + (1 − γ(t))ξ̄(t)

est dans l’enveloppe convexe de s(Y1), s(Y2), . . . , s(YK). Ensuite, poser

ξ̂(t) = γ(t)s(Y ) + (1 − γ(t))ξ̄(t)

comme pseudo-observation.
5: Trouver le prochain paramètre θ(t+1) tel que

θ(t+1) = arg max
θ∈Γ

ϕ
(K)
θ(t),ξ̂(t)(θ)

où ϕ
(K)
θ(t),ξ̂(t)(θ) est la même fonction que ϕ(K)

θ(t) (θ) sauf que s(Y ) a été remplacé par ξ̂(t).
6: Incrémenter t. Retourner à l’étape 2 jusqu’à ce que deux itérations consécutives avec un
γ(t) = 1 aient été complétées.
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Une fois que l’Algorithme 2.3.20 eut été complété, l’optimisation de l’étape 5 avec une
valeur de K grande permet d’approximer le MCMCMLE. Les auteurs proposent, afin de
garder une certaine stabilité, d’effectuer l’optimisation de l’étape 5 en cherchant le meilleur
θ dans une boule (ou un cube) autour de θ(t). Un algorithme quasi-Newton qui accepte des
bornes, comme L-BFGS-B, qui est une généralisation de la méthode de Zhu et coll. [71], est
un choix acceptable pour effectuer cette tâche. Cet algorithme comporte plusieurs failles :

— Malgré qu’on peut avoir l’impression que θ(t) se rapproche du MLE, rien n’est moins
certain. Du meilleur de nos connaissances, il n’existe pas de preuve de convergence de
cet algorithme.

— Le choix de pseudo-observation n’est pas optimal. Si s(Y ) ̸∈ aff(Ŝ(K)
θ0

), alors la
meilleure pseudo-observation sera simplement la moyenne des statistiques exhaustives
de l’échantillon ξ̄(t), ce qui fait « perdre » une itération. Même sans ce cas, la définition
de cette pseudo-observation n’est pas optimale. Comme il est vu au Chapitre 1, il peut
être coûteux de générer des graphes aléatoires alors que chaque échantillon doit être
utilisé à bon escient.

— Les auteurs supposent que le l’estimateur est unique, ce qui n’est pas garanti. Or, il
est nécessaire d’opter pour une réécriture pour s’assurer de la convergence comme il
a été vu à la Section 2.3.

— Obtenir une bonne valeur de θ0 ne garantie pas l’existence du MCMCMLE pour une
certaine valeur de K choisi.

2.3.4.1. Pseudo-observation. Sauf pour Bayly et coll. [3], la plupart des autres auteurs
ont supposé que l’enveloppe affine de S était de pleine dimension, et de ce fait, lorsque le
MLE (ou le MCMCMLE) existait, il était unique. Or, si ce n’est pas le cas, c’est-à-dire que
si la dimension de l’enveloppe affine de Ŝ(K)

θ0
n’est pas de pleine dimension et que s(Y ) n’est

pas dans cette enveloppe affine, alors le meilleur γ qu’on peut choisir à l’étape 4 est γ = 0.
Ce dernier cas se produit assez souvent lorsque θ0 est loin du MLE. De plus, la pseudo-
observation trouvée avec cette méthode est un point dans l’intérieur convexe relatif de Ŝ(K)

θ0

qui est à mi-chemin entre s(Y ) et le point milieu de Ŝ(K)
θ0

. Il serait pourtant préférable de
trouver le point dans l’intérieur convexe relatif de Ŝ(K)

θ0
le plus près de s(Y ). Cet algorithme

peut donc être modifié pour mieux refléter les Propositions 2.3.12 et 2.3.11.
On redéfinit d’abord la pseudo-observation ξ̂,

ξ̂ ∈ arg min
ξ∈rcint(Ŝ(K)

θ0
)
∥s(Y ) − ξ∥2. (2.3.10)

La solution n’existe pas dès que s(Y ) ̸∈ rcint
(

Ŝ(K)
θ0

)
, car rcint

(
Ŝ(K)

θ0

)
est un ensemble

ouvert et la solution se trouverait sur la fermeture de cet ensemble. Dans ce cas, on pourrait
tout de même se satisfaire d’une solution valide, c’est-à-dire d’un point qui se trouve dans
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l’intérieur convexe relatif, mais qui soit arbitrairement près du point critique se trouvant sur
la fermeture. Le problème de l’Équation 2.3.10 peut être réécrit sous une forme plus facile à
gérer. Soit Y1, . . . , YK l’échantillon de K graphes qui suivent la loi pθ0 . On pose C ∈ Rd×K

la matrice composée des K vecteurs s(Y1), . . . , s(YK) comme colonnes. Le nouveau problème
d’optimisation est

λ̂ ∈ arg min
λ∈RK

∥s(Y ) − Cλ∥2

sous les contraintes 0 < λi, pour tout i = 1, . . . , K
K∑

i=1

λi = 1.

Les contraintes obligent à chercher parmi les combinaisons convexes, mais l’inégalité stricte
des K premières contraintes obligent que ξ̂ = Cλ soit un point de l’intérieur convexe relatif
de Ŝ(K)

θ0
. Ce problème de programmation quadratique peut se résoudre avec une méthode de

point intérieur présentée par Gondzio [20]. Cependant, une simple reparamétrisation permet
d’utiliser une descente de gradient sans se soucier des contraintes.

Définition 2.3.21. On définit la fonction logit multivariée (ou encore softmax) Ψ :
RK−1 → RK tel que pour tout γ ∈ RK−1,

Ψj(γ) = exp(γj)
1 +

∑K−1
k=1 exp(γk)

pour j = 1, . . . , K − 1

ΨK(γ) = 1
1 +

∑K−1
k=1 exp(γk)

.

De plus, sa matrice jacobienne JΨ ∈ RK×(K−1) est, pour tout γ ∈ RK−1, i = 1, . . . , K et
j = 1, . . . , K − 1,

[JΨ]ij(γ) = Ψi(γ)(1 − Ψi(γ)) si i = j

[JΨ]ij(γ) = −Ψi(γ)Ψj(γ) sinon.

On remarque que quelque soit γ ∈ RK−1, la fonction logit multivariée est telle qu’on a
que Ψi(γ) > 0, pour tout i = 1, . . . , K, et

∑K
i=1 Ψi(γ) = 1. En utilisant la reparamétrisation

λ = Ψ(γ), on peut réécrire finalement notre problème d’optimisation ainsi

γ̂ ∈ arg min
γ∈RK−1

∥s(Y ) − CΨ(γ)∥2.

Ce problème peut être résolu avec n’importe quel algorithme de descente de gradient,
comme ADAM [35]. On note qu’il peut exister une infinité de solutions, car souvent une
infinité de combinaisons convexes peut représenter un même point. Ainsi, des algorithmes qui
font intervenir la matrice hessienne, comme Newton-Raphson, peuvent ne pas fonctionner.
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Dû à cet aspect, le critère d’arrêt ne doit pas tenir compte du pas effectué entre deux
itérations, mais plutôt à une variation de la fonction objective. Dans le cas où la solution se
trouve plutôt dans la fermeture de l’intérieur convexe relatif, en commençant avec un point
valide, comme pour γ = 0K−1, qui représente la moyenne des statistiques exhaustives, plus la
tolérance, c’est-à-dire la borne sur la variation de la fonction objective entre deux itérations
avant l’arrêt, est basse, plus l’algorithme va se rapprocher de la frontière de l’enveloppe
convexe, mais tout en restant dans l’intérieur convexe relatif. Il peut être alors judicieux
de prendre une tolérance pas trop près de 0, comme 10−3 par exemple, pour s’assurer que
la pseudo-observation est à bonne distance de la frontière. Finalement, on peut conclure
que l’événement s(Y ) ∈ rcint(Ŝ(K)

θ0
) est rencontré lorsque ∥s(Y ) − CΨ(γ̂)∥2 = 0. Comme

pour l’Algorithme 2.3.20, on supposera qu’une valeur θ0 ∈ Γ suffisamment près du MLE est
trouvée lorsque deux itérations sont complétées en ayant rencontré cet événement.

2.3.4.2. Unicité du maximum. Comme expliqué précédemment, il faut que les points
maximums soient uniques, afin de s’assurer de la convergence du MCMCMLE. Il a déjà été
noté qu’on peut se concentrer sur les points de plus petite norme qui se trouvent tous dans
l’espace VS . Or, bien sûr, lorsqu’on résout le problème d’optimisation de l’étape 5, on ne sait
pas si cet algorithme est de pleine dimension. On peut cependant se restreindre à l’espace

V̂Ŝ(K)
θ0

= vect (s(Y1) − s(Y ), . . . , s(YK) − s(Y )) .

On remarque que

VŜ(K)
θ0

⊂ V̂Ŝ(K)
θ0

⊂ VS ,

et que VŜ(K)
θ0

converge presque sûrement vers VS lorsque K converge vers l’infini. Plus spé-
cifiquement, ces deux espaces sont égaux au plus tard lorsque la chaîne s(Y1), . . . , s(YK)
a couvert l’espace S. On pose alors B comme la matrice composée des vecteurs s(Y1) −
s(Y ), . . . , s(YK) − s(Y ) comme colonne. Le rang est bien sûr supérieurement borné par
min(K, d), alors pour extraire une base linéairement indépendante, on pose B la matrice
composée des vecteurs propres de B associé à des valeurs propres strictement positives. On
pose B ∈ Rd×p. On peut alors changer le problème d’optimisation de l’étape 5 ainsi

a(t+1) = arg max
a∈Rp

ϕθ(t),ξ̂(t)(Ba),

et poser θ(t+1) = Ba(t+1). Par construction, il existe un unique a ∈ Rp qui maximise la
fonction.

2.3.4.3. Algorithme modifié. En prenant en compte nos précédents résultats, on obtient
l’Algorithme 2.3.22.
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Algorithme 2.3.22. Algorithme itératif modifié en deux étapes pour trouver le MCMCMLE

1: Soit
— t = 0 le nombre d’itérations ;
— θ(t) = θ(0) le paramètre initial ;
— K ∈ Z+ la taille d’échantillon utilisé, et ;
— Y le graphe observé.

2: Utiliser l’algorithme proposé au Chapitre 1 pour générer K graphes Y1, Y2, . . . , YK qui
suivent la loi pθ0 .

3: Poser Ŝ(K)
θ0

= {s(Yi) : i = 1, . . . , K} et B = base(s(Yi) − s(Y ) : i = 1, . . . , K) où base(A)
retourne une matrice composée d’une base linéairement indépendante de vect(A) comme
colonne.

4: Si s(Y ) ∈ rcint
(

Ŝ(K)
θ0

)
, poser ξ̂ = s(Y ), sinon trouver la pseudo-observation

ξ̂ ∈ arg min
ξ∈rcint

(
Ŝ(K)

θ0

) ∥s(Y ) − ξ∥2,

de la même manière qu’il est expliqué dans la Section 2.3.4.1.
5: Trouver combinaison â telle que

â ∈ arg max
a∈Rp

ϕ
(K)
θ(t),ξ̂

(Ba)

où ϕ
(K)
θ(t),ξ̂

(θ) est la même fonction que ϕ(K)
θ0

(θ) de l’Équation 2.3.5 où θ0 = θ(t), sauf que
s(Y ) a été remplacé par ξ̂.

6: θ(t+1) = Bâ.
7: Incrémenter t. Retourner à l’étape 2 jusqu’à ce que deux itérations consécutives se fassent

avec s(Y ) ∈ rcint
(

Ŝ(K)
θ0

)
.

Des éléments restent encore à améliorer :
— La distance utilisée à l’Étape 4 est la distance L2 et elle ne prend pas en compte la

géométrie intrinsèque de l’ensemble Ŝ(K)
θ0

, et ;
— Aucune preuve formelle n’a été faite pour s’assurer que la suite (θ(t))t∈N s’approche

d’un MLE.
Pour mettre à l’épreuve l’amélioration apportée, on effectue une expérience. Pour deux

modèles différents, on compare la moyenne du nombre d’itérations nécessaire pour atteindre
un critère d’arrêt. Le graphe observé sera celui provenant du jeu de données Karate Club
Network [69]. Il est composé de 34 sommets et de 78 arêtes. Chaque sommet représente un
club de karaté, et pour une paire de clubs, il existe une arête si des membres de chacun
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des clubs se côtoient à l’extérieur des séances de karaté. Le graphe est représenté dans la
Figure 2.1. Pour le choix des modèles, on s’inspire de modèles déjà existants d’une ancienne
publication [61] :

(1) Le modèle est composé du nombre d’arêtes et le degré du poids géométrique de par-
tenaires communs avec une pénalité de 0,2.

(2) Le modèle est composé du nombre d’arêtes, le degré du poids géométrique de parte-
naires communs avec une pénalité de 0,2, et le degré du poids géométrique avec une
pénalité de 0,8.

Le critère d’arrêt est changé dans les deux algorithmes pour s’assurer que la comparaison
représentée est fiable. Le critère d’arrêt est la vérification explicite que s(Y ) ∈ rcint

(
Ŝ(K)

θ0

)
.

Pour chacun des modèles, on teste les algorithmes pour différentes tailles d’échantillon K,
soit 50, 100 et 200. Un temps de brûlure de 500 et un facteur d’amincissement de 25 est utilisé
pour chaque chaîne de Markov. Lors de l’optimisation pour trouver le prochain paramètre,
on restreint notre domaine dans un carré de 0,2 unité de large centré autour du précédent
paramètre. Le paramètre initial est toujours le MPLE. Pour chacun des cas, 50 exécutions
sont effectuées. On impose cependant un nombre maximal de 100 itérations avant de supposer
qu’une exécution n’a pas convergé. Ce nombre a été choisi par des observations empiriques
pour ces modèles appliqués à ce graphe. Les expériences qui n’ont pas convergé à l’intérieur
de 100 itérations ne semblent jamais converger. Par exemple, pour l’exécution de l’algorithme
« MCMCMLE classique » avec un échantillon de taille 200, l’algorithme a convergé 45 fois
sur 50, et parmi ces 45 fois, le critère d’arrêt a été satisfait après 58,42 itérations en moyenne
et avec un écart-type de 19,44 itérations.

Grandeur d’échantillon
(K)

Algorithmes
(Nombre d’exécution avec convergence sur 50) Moyenne ± Écart-type

MCMCMLE classique MCMCMLE amélioré

50 (50) 45,86 ± 16,29 (50) 34,44 ± 9,85
100 (50) 42,62 ± 13,41 (50) 21,74 ± 3,57
200 (45) 58,42 ± 19,44 (50) 16,72 ± 2,13

Tableau 2.1 – Comparaison entre l’Algorithme 2.3.20 et l’Algorithme 2.3.22 pour le Modèle
1 appliqué au graphe Karate Club Network [69]. Pour chaque paramètre d’expérience, 50
expériences ont été produites. On suppose qu’une expérience n’a pas convergé si le nombre
d’itérations dépasse 100.
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Grandeur d’échantillon
(K)

Algorithmes
(Nombre d’exécution avec convergence sur 50) Moyenne ± Écart-type

MCMCMLE classique MCMCMLE amélioré

50 (5) 65,20 ± 19,05 (21) 73,43 ± 18,78
100 (14) 66,29 ± 22,88 (50) 53,32 ± 18,07
200 (9) 75,44 ± 15,38 (50) 30,54 ± 9,29

Tableau 2.2 – Comparaison entre l’Algorithme 2.3.20 et l’Algorithme 2.3.22 pour le Modèle
2 appliqué au graphe Karate Club Network [69]. Pour chaque paramètre d’expérience, 50
expériences ont été produites. On suppose qu’une expérience n’a pas convergé si le nombre
d’itérations dépasse 100.

Pour le Modèle 1, on remarque que l’Algorithme 2.3.22 donne toujours de meilleurs
résultats et est aussi bien plus constant en termes d’écart-type que l’Algorithme 2.3.20.
Quant au Modèle 2, pour la plupart des exécutions, l’Algorithme 2.3.20 n’a pas convergé.
Encore ici, l’Algorithme 2.3.22 semble mieux se comporter.

Dans la Figure 2.2, on a effectué une simulation de l’Algorithme 2.3.22. On a pris le mo-
dèle composé du nombre d’arêtes et du nombre d’étoiles à trois branches comme statistiques
exhaustives appliqué à des graphes de six sommets. On a ensuite pris un certain paramètre
(θ = (1,−0.3)) pour générer le graphe observé. On a ensuite exécuté l’algorithme, qui a pris
cinq itérations, comprenant l’itération finale pour converger. On observe l’évolution de l’ap-
proximation de la log-vraisemblance qui converge tranquillement vers la log-vraisemblance
au fur et à mesure que les graphes simulés se retrouvent dans la même région que notre
graphe observé. L’itération finale permet de trouver θ̂ = (1.19,−0.36) comme MCMCMLE.
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Figure 2.1 – Graphe composé de clubs de karaté illustrant les interactions à l’extérieur de
la pratique du sport [69]
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Figure 2.2 – Exécution de l’Algorithme 2.3.22 avec le nombre d’arêtes et le nombre d’étoiles à trois branches comme statis-
tiques exhaustives. Le graphe observé est en haut à gauche, les statistiques exhaustives pour chacun des graphes possibles sont
représentées en haut à droite, où la couleur représente la fréquence d’un même point, la deuxième ligne représente la fonction
ϕ

(K)
ω0 à chacune des itérations, et la troisième ligne représente les statistiques exhaustives des graphes échantillonnés.
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Figure 2.3 – 100 réalisations MCMCMLE pour le Modèle 1 pour le Karate Club Network

On illustre maintenant le comportement asymptotique avec un exemple. On reprend le
même graphe, Karate Club Network, on exécute l’Algorithme 2.3.22 100 fois pour trouver le
MCMCMLE pour le Modèle 1. Les 100 réalisations sont représentées dans la Figure 2.3.

2.3.5. Travaux futurs

Par l’inclusion de l’Équation 2.3.8, on sait que, quel que soit le choix de θ0 ∈ Γ, il
existe presque sûrement un moment où pour toutes les fonctions subséquentes de la suite(
ϕ

(K)
θ0

)
K∈Z+

le maximum existe. Cette inclusion est cependant très conservatrice. La fonction

ϕ
(K)
θ0

est une approximation du logarithme du rapport de vraisemblances et comme il a été
remarqué par Geyer et Thompson [19], l’approximation est aussi bonne que θ0 est près du
maximum de vraisemblance. Trouver une borne moins conservatrice permettrait de choisir
une valeur de K qui améliorerait les chances de trouver un maximum. D’autre part, si on était
capable de bornée supérieurement au temps de couverture, la Proposition 2.3.14 proposerait
alors un ordre de grandeur pour K.
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Comme il a été remarqué dans la Section 2.3.4, tant pour l’Algorithme 2.3.20 que pour
l’Algorithme 2.3.22, aucune preuve ne permet de conclure que les itérations permettent
d’obtenir une « bonne » valeur pour θ0, et même avec une bonne valeur de θ0, pour une valeur
de K choisi, le MCMCMLE n’est pas garanti d’exister. Ce sont deux problèmes majeurs qui
demandent une sérieuse attention.
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Chapitre 3

Inférence de la loi à postériori

Tout au long du présent chapitre, on supposera que l’espace paramétrique est Γ = Rd. Ce
chapitre prend place dans un contexte bayésien, ainsi on suppose que le paramètre est plutôt
une variable aléatoire Θ qui prend ses valeurs dans l’espace paramétrique Γ. La loi à priori
π(·) grandement adoptée par communauté scientifique est la loi normale avec les paramètres
µ0 = 0d et Σ0 = σ2

0Id, et où σ2
0 ≫ 0. La fonction de vraisemblance pθ est maintenant la

fonction de masse conditionnelle p(y|θ) = pθ(y) qui est définie pour tout graphe y ∈ Y et
pour toute valeur de paramètre θ ∈ Γ. On remarque que la loi à postériori

π(θ|y) = p(θ|y)π(θ)∫
Rd p(θ|y)π(θ)dθ , pour tout y ∈ Y , θ ∈ Γ,

est incalculable dû à la fonction de vraisemblance qui s’y trouve. Étant donné qu’on la trouve
au numérateur ainsi qu’au dénominateur, cette densité est souvent étiquetée « doublement
incalculable ». Il faut alors faire preuve d’ingéniosité pour inférer sur le paramètre.

Une première technique est d’échantillonner des réalisations de la loi à postériori en uti-
lisant des variables auxiliaires [45]. Cette méthode a mené à l’algorithme d’exchange [44].
Malheureusement, il est nécessaire d’échantillonner parfaitement selon la vraisemblance, ce
qui n’est pas possible dans le cadre des ERGM. De nouvelles améliorations ont été appor-
tées à cette technique pour permettre d’échantillonner sur une chaîne de Markov [38], mais
l’application aux ERGM n’est pas faite ici. Il est important de mentionner aussi que ces
techniques présentent un coût en temps-machine élevé si les paramètres de l’algorithme ne
sont pas habilement choisis.

Une autre technique est l’utilisation d’une densité de substitut, une approximation « suf-
fisamment » près de la vraie loi. La technique classique d’inférence variationnelle est présen-
tée à la Section 3.1. Ensuite, à la Section 3.1.1, l’inférence variationnelle est appliquée aux
ERGM.



3.1. Méthodes classiques en inférence variationnelle
L’inférence variationnelle, Variational Inference, (VI) [5] est une technique pour approxi-

mer une densité (ou une fonction de masse) par une autre densité qui est plus facile à
manipuler. L’idée est de trouver la fonction parmi un ensemble de fonctions, celle qui est « la
plus proche » de la fonction à approximer. On appelle la famille variationnelle, qu’on note
G, l’ensemble des fonctions qui contient nos possibles approximations. Si l’ensemble est pa-
ramétré par un paramètre, qu’on note λ, il est appelé le paramètre variationnel. Dans notre
cas, la famille variationnelle sera une sous-variété différentiable contenue dans l’ensemble
des densités intégrables, et dont la fonction de transition est infiniment différentiable. Une
« distance » doit être utilisée pour trouver un bon candidat dans la famille variationnelle.
En inférence variationnelle, on utilise le plus souvent la divergence Kullback-Leibler

DKL[f, g] =
∫
f(x) log f(x)

g(x)dx, pour deux densités f, g. (3.1.1)

Il existe plusieurs autres divergences, mais on se concentrera sur cette dernière. On remarque
que pour toute paire de densité f, g on a toujours

DKL[f, g] ≥ 0, et ;

DKL[f, g] = 0 si, et seulement si, f = g.

On remarque aussi que ce n’est pas une distance. Elle n’est pas symétrique et ne respecte
pas l’inégalité du triangle. Les questions d’existence et d’unicité de l’optimum ne sont géné-
ralement (et malheureusement) pas abordées. On suppose simplement qu’il existe au moins
un optimum et on se satisfait d’un local. Bien sûr, les fonctions de G ainsi que la fonction à
approximer doivent posséder le même support, sinon en posant c/0 = ∞ pour une constante
c > 0, on trouvera que DKL[f, g] = ∞ pour toute paire de densités sur des supports (presque
sûrement) différents. On observe que cette divergence n’est pas symétrique et l’ordre a un
impact sur l’approximation obtenue. Ainsi, si on souhaite approximer la densité f par une
densité de la famille G, notre approximation peut être la solution au problème d’optimisation

f̂ ∈ arg min
g∈G

DKL[g, f ], (3.1.2)

ou encore la solution au problème d’optimisation

f̂ ∈ arg min
g∈G

DKL[f, g]. (3.1.3)

Pour le problème de l’Équation 3.1.2, on dit qu’on minimise la divergence Kullback-Leibler
renversée, Reverse Kullback-Leibler divergence, (divergence RKL), et pour le problème de
l’Équation 3.1.3, on dit qu’on minimise la divergence Kullback-Leibler avant, Forward
Kullback-Leibler divergence, (divergence FKL).
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On observe maintenant le cas où la densité à approximer en est une à postériori. Soit
Ω ⊂ Rd un espace paramétrique où la variable aléatoire η prend ses valeurs selon une certaine
loi définie par une densité à priori π(ω), et soit X un espace dans lequel la variable aléatoire
X prend ses valeurs selon une loi définie par une densité f(x). Les deux variables aléatoires X
et η sont liées par la densité jointe f(x, ω), et la fonction de vraisemblance f(x|ω). On note la
loi à postériori π(ω|x). Soit G une famille variationnelle pour Ω. Le problème d’optimisation
pourrait soit être posé comme à l’Équation 3.1.2, ou soit comme à l’Équation 3.1.3. Le
premier cas sera le plus souvent utilisé pour des raisons de faisabilité. On remarque que dans
le deuxième cas une intégration doit être faite par rapport à π(·|X), et si on utilise une
méthode VI, c’est en partie parce qu’on n’est pas capable de la calculer. De plus, pour toute
densité g ∈ G, on a la relation suivante

log f(X) =
∫
Rd

g(η) log f(η,X)
g(η) dη +

∫
Rd

g(η) log g(η)
π(η|X)dη.

Pour une certaine réalisation, la partie de gauche de l’égalité est fixe, et quant à la partie de
droite, on trouve deux termes : le premier est appelé la borne inférieure de l’évidence, evidence
lower bound, (ELBO) et le deuxième terme est la divergence Kullback-Leibler DKL(g, π(·|X)).
On remarque ainsi que minimiser la divergence Kullback-Leibler revient à maximiser la
ELBO, et il est souvent plus aisé de maximiser la ELBO que de minimiser la divergence. On
peut aussi imposer des structures particulières sur la famille variationnelle afin de faciliter
le problème. Par exemple, on peut supposer que pour toute densité g ∈ G, il existe une
décomposition en plusieurs densités distinctes ainsi

g(ω) = g1(ω1) . . . gd(ωd), pour tout ω ∈ Ω.

Cette sous-famille est nommée Mean Field. Comme il peut être vu dans [5], trouver la
fonction de cette famille qui minimise la divergence RKL est très facile. Cependant, se
restreindre aux densités qui supposent l’indépendance des paramètres mène nécessairement
à un plus grand biais.

3.1.1. Inférence variationnelle pour les modèles de graphes aléa-
toires

La famille variationnelle utilisée pour les ERGM est l’ensemble des densités normales, et
avec une telle famille, les paramètres variationnels sont µ ∈ Rd, le paramètre de moyenne,
et Σ ∈ Rd×d, le paramètre de variance. Tan et Friel ont proposé une manière de résoudre ce
problème [61] en utilisant une méthode de descente de gradient stochastique [50]. Comme
précédemment expliqué, notre problème pour minimiser la divergence RKL peut se ramener
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au problème suivant

π̂ ∈ arg max
g∈G

∫
Rd

g(θ) log p(Y, θ)
g(θ) dθ. (3.1.4)

Notre fonction objective est

J(g) =
∫
Rd

g(θ) log p(Y, θ)
g(θ) dθ, pour toute fonction g ∈ G,

ce qui peut s’écrire de manière équivalente J(g) ≡ J(µ,Σ) dans notre cas. Pour tout para-
mètre de variance Σ, il existe une unique décomposition de Cholesky Σ = CCT, et si on pose
vech : Rd×d → R

d(d+1)
2 la fonction qui vectorise une matrice triangulaire inférieure, nos mises

à jour de paramètres sont

µ(t+1) = µ(t) + ρt[∇µJ ](µ(t),Σ(t)),

C(t+1) = C(t+1) + ρtvech−1 ([∇vech(C)J ](µ(t),Σ(t))
)
,

où ρt sont les pas de gradient qui respectent les conditions nécessaires à la convergence de
l’algorithme. Certaines difficultés restent à éclaircir.

On remarque d’abord que notre fonction J est en fait une espérance prise sous une autre
mesure, la mesure où la loi de Θ est induite par la densité g. Sous cette mesure, on peut
poser Θ = CX + µ où X est une variable aléatoire sous la loi normale standard. On peut
donc voir Θ comme une fonction de X. Ainsi, notre fonction objective peut s’écrire

J(µ,Σ) =
∫
Rd

ϕ(x) log p(Y, θ(x))
g(θ(x)) dx =

∫
Rd

ϕ(x) log p(Y, θ(x))dx−
∫
Rd

ϕ(x) log g(θ(x)),

où ϕ est la densité d’une normale standard. En écrivant la fonction objective de cette manière,
on retrouve les paramètres dans la fonction g, mais aussi dans θ. Sous certaines conditions
de régularité, en utilisant la dérivation en chaine, on trouve

[∇µJ ](µ,Σ) =
∫
Rd

ϕ(x) {∇θ log p(Y, θ(x)) − ∇θ log g(θ(x)) − ∇µ log g(θ(x))} dx,

[∇vech(C)J ](µ,Σ)

=
∫
Rd

ϕ(x)
{

vech (∇θ log p(Y, θ(x)) − ∇θ log g(θ(x))) − ∇vech(C) log g(θ(x))
}
dx,

avec les gradients suivants

∇θ log p(Y, θ(x)) = s(Y ) −
∑
y∈Yn

p(y|θ(x))s(y) − Σ−1
0 (θ(x) − µ0),

∇θ log g(θ(x)) = −∇µ log g(θ(x)) = −C−Tx,

∇vech(C) log g(θ(x)) = vech(C−T(xxT − Id)).
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Figure 3.1 – Approximation de la loi à postériori par une loi normale en minimisant la
divergence Kullback-Leibler renversée pour le modèle composé du nombre d’arêtes et du
nombre de chemins de longueur deux

L’espérance
∑

y∈Yn
p(y|θ(x))s(y) peut être approximée par une méthode MCMC ou par self-

normalized importance sampling. De plus, les deux principaux gradients sont des espérances
qu’on peut facilement estimer par Monte Carlo en échantillonnant sur X ∼ N (0d, Id).

Pour illustrer l’approximation obtenue, on prend le modèle composé du nombre d’arêtes
et du nombre de chemin de longueur deux, et on échantillonne un graphe à cinq sommets
suivant ce modèle. Étant donné que le nombre de sommets est faible, on peut calculer la loi
à postériori pour tous les points et la comparer avec l’approximation obtenue par inférence
variationnelle. Les deux densités sont représentées dans la Figure 3.1.
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3.1.2. Travaux futurs

Même si l’approximation semble acceptable, on ignore si c’est le minimum global ou
simplement un optimum local, ou encore s’il existe un unique minimum global. Dans le
précédent exemple, on a pu vérifier empiriquement que la densité à postériori est unimodale,
mais rien ne garantit que ce soit toujours le cas. Si elle était composée de plusieurs modes,
de récentes études [67, 32] montrent que minimiser la divergence RKL mènerait à des
approximations avec des ailes aplaties, alors que la minimiser la divergence FKL mènerait à
des approximations avec des ailes plus épaisses. Or, si le but est de calculer une espérance
en utilisant une méthode comme self-nomalized importance sampling, alors la variance de
l’estimateur serait très élevée [40]. La méthode Markovian score climbing [46] permet de
minimiser la divergence FKL dans le cas où seule la constante de normalisation de la densité
à postériori est incalculable, mais aux meilleures de nos connaissances, aucune technique ne
permet d’attaquer le problème lorsque la densité est doublement incalculable. Ce sont tous
des avenues de travaux possibles qui restent à explorer.
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